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Capitolul 1

Introducere

1.1 Motivatie

De ce recunoasterea scrisului de mana? Deoarece scrisul a reprezentat, de la inventarea
sa si pana in prezent, modalitatea cea mai facila si sigura de stocare si de transmitere a
informatiilor. Din punct de vedere evolutiv, caracterul social al omului a fost generat de nece-
sitatea cresterii sansei de supravietuire. La randul lui, caracterul social a favorizat prin selectie
aparitia mijloacelor de comunicare din care a emers limbajul in forma orala, pentru ca apoi
sa apara si scrisul. Acesta reprezinta poate cea mai importanta inventie a omului, dar trebuie
sa admitem ca inventarea sa a fost constransa de evolutie.

Scrisul a generat o revolutie n civilizatia umana prin cele doua avantaje majore pe care
le are fafa de comunicarea orala. Primul este capacitatea de stocare sigura a informatiei,
nealterata de transmiterea acesteia pe cale orala. Al doilea avantaj este reprezentat de faptul
ca permite transferul cunostintelor de la o generatie la alta, facilitdnd acumularea acestora si
impulsion&nd progresul. Daca scrisul nu ar existat, avand in vedere lipsa memoriei genetice
si a duratei limitate de viata a oamenilor, atunci probabil ca omul ar ramas intr-un stadiu
incipient de civilizatie.

Alti pasi importanti Tn evolutia scrisului au fost reprezentati de inventarea hartiei si a
tiparnitei. Aceste doua inventii au facut accesibila informatia unui numar mult mai mare de oa-
meni, atat prin scaderea costului cartilor, cat si prin multiplicarea facila a acestora. Inventarea
calculatoarelor electronice in secolul trecut a generat o noua revolutie in stiinta, aparand noi
modalitati de stocare, transmitere si prelucrare a informatiei. Din acel moment, informatia a
inceput sa e scris a in doua forme: cea uzuala, utilizand hartie, si cea noua, utilizdnd supor-
turi electronice si optice. A devenit necesara conversia informatiei dintr-un format Tntr-altul.
Daca transformarea din format electronic in format tiparit este banala, conversia inversa s-a
dovedit a atat complex a, cat si complicata. Conversia unor cazuri particulare de scris, cum
ar cel tip arit pe hartie, este rezolvata acceptabil, Tn schimb conversia scrisului de méana,
mai ales in forma cursiva, este intr-o faza incipienta, departe de nalizare, rezultatele ind, in
general, mult sub necesitatile impuse de utilizarea practica.

Problema recunoasterii scrisului de ména este unul din subiectele nerezolvate ale In-
teligentei Arti ciale. Natura acestei probleme impune o abordare euristic a in rezolvarea ei,
astfel ca multe din partile procesului de recunoastere sunt si probabil vor raméne perfectibile.



2 1. INTRODUCERE

Tn acest domeniu nu exista solutii de nitive.

Teza abordeaza o problema particulara a recunoasterii scrisului de mana, cea a re-
cunoasterii sirurilor numerice alcatuite dintr-un numar nede nit de cifre. Recunoasterea
sirurilor numerice prezinta atat avantaje, cat si dezavantaje fata de recunoasterea textelor,
propozitiilor etc. Dintre avantaje se pot aminti varietatea mai mica a simbolurilor (nu exista
variante minuscule si majuscule) precum si numarul mai mic al acestora. In schimb, exista
un dezavantaj major: la recunoasterea sirurilor numerice nu se pot aplica modele lingvistice
[18].

Un exemplu de aplicatie practica a recunoasterii sirurilor numerice este recunoasterea co-
durilor postale de pe plicuri, a cecurilor bancare. Pe plan mondial exista multe rme ce au ca
domeniu de activitate producerea de echipamente pentru recunoasterea scrisului. Una dintre
cele mai importante, Parascript - Total Recognition Company, are in portofoliul de produse
aplicatii pentru domeniul nanciar (recunoasterea scrisului de pe cecuri, precum si autenti -
carea de semnaturi), domeniul postal (recunoasterea adreselor), procesarea formularelor cu
diverse tipuri de date. Faptul ca produsele acestei rme sorteaz a zilnic peste un sfert de mi-
liard de plicuri in Statele Unite ale Americii demonstreaza utilitatea si necesitatea cercetarilor
n acest domeniu.

Recunoasterea sirurilor numerice este mult mai complicata decét cea a recunoasterii ci-
frelor deoarece apar probleme suplimentare: lungimea necunoscuta a sirului (spre deosebire
de cifre sau litere [19], unde este unu, si de cuvinte, unde poate extras a din dictionare),
segmentarea, suprapuneri partiale etc.

Dupa cum se va vedea 1n capitolul urmator, Starea actuala a domeniului, rata de recu-
noastere actuala este de aproximativ 96%. Avand in vedere ca precizam anterior ca zilnic
peste un sfert de miliard de plicuri sunt sortate automat in SUA, 4% rata de eroare inseamna
extrem de mult, chiar daca presupunem ca 90% din plicuri sunt tiparite, iar in acest caz rata
de recunoastere este de aproape 100%. Ar ramane aproximativ un milion de plicuri ce trebuie
sortate manual, astfel ca orice imbunatatire a ratei de recunoastere este importanta.

La modul general, imbunatatirea ratei de recunoastere este importanta in intreg domeniul
recunoasgterii formelor si la dezvoltarea inteligentei arti ciale.

Intr-un domeniu matur din prisma numarului de metode care sunt folosite pentru re-
zolvarea sa, nu este loc de lozoe. Din acest motiv, aceast a teza va adera cu strictete
la cuvintele lui Sir William Thompson, Lord Kelvin (1824-1907): “When you can measure
what you are speaking about, and express it in numbers, you know something about it; but
when you cannot measure it, when you cannot express it in numbers, your knowledge of it
is of a meager and unsatisfactory kind; it may be the beginning of knowledge, but you have
scarcely, in your thoughts, advanced it to the stage of science.” dedicand cea mai mare parte
a ei experimentelor si compararii rezultatelor acestora.

Teza de doctorat a fost sustinuta de grantul CNCSIS TD 2006-2007 nr. 58GR / 2006, cu
titlul "Recunoasterea textelor scrise de mana in limba romana".



1.2. ORGANIZAREA TEZEI 3

1.2 Organizarea tezei

Aceasta teza este organizata dupa cum urmeaza:

Capitolul 2. Capitolul urmator descrie stadiul actual al domeniului, Tncepand cu clasi cato-
rii pentru cifre izolate si nalizand cu clasi catorii pentru siruri de cifre. Tn cazul celor
din urma se prezinta cele doua abordari existente: holistica si cea care implica seg-
mentarea.

Capitolul 3. Acest capitol prezinta succint aspecte teoretice ce vor folosite in partea exper-
imentala a tezei. Tntrucat nu se doreste incarcarea inutila a lucrarii cu informatii care
exista prezentate Tn multe alte carti si articole, aspectele teoretice vor doar schitate
si apoi se vor oferi referinte pentru detalii suplimentare. Prima parte a capitolului pre-
zinta aspecte legate de procesarea imaginii, iar a doua ofera detalii despre arhitectura
retelelor neuronale utilizate.

Capitolul 4. Bazele de date cu cifre si cu siruri de cifre sunt detaliate in Capitolul 4. Sunt
descrise modurile in care acestea sunt construite, relationarea si alcatuirea lor. Se sta-
bilesc seturile de date pentru antrenare si pentru testare. Seturile sunt astfel construite
incat sa poata efectuat a o comparatie riguroasa si sistematica cu rezultatele existente
deja in domeniul recunoasterii cifrelor si a siruruilor de cifre scrise de méana.

Capitolul 5. Folosind seturile de antrenare si de test create, in Capitolul 5 sunt oferite rezul-
tatele experimentelor efectuate. Intai sunt antrenati si testati clasi catorii pentru cifre
izolate si pentru perechi cifre partial suprapuse, folosind doua tipuri de retele neuronale:
perceptronul multistrat si retele neuronale cu harti de trasaturi. Cei mai performanti
clasi catori sunt apoi folositi la crearea sistemului de recunoastere pentru siruri cu
numar nede nit de cifre. Sunt propuse si evaluate trei metode de selectie a clasi -
catorului corespunzator continutului imaginii: o cifra sau o pereche de cifre.

Capitolul 6. Ca urmare a concluziilor capitolului anterior, penultimul capitol are ca scop
studierea accelerarii antrenarii retelelor neuronale. Sunt studiate sase variante pentru
doua arhitecturi distincte. Primele trei sunt concepute pentru arhitectura x86, folosind
diverse optimizari ale codului C++, precum si aranjarea cat mai favorabila a datelor
in memorie. Una din variante apeleaza chiar la limbajul de asamblare si la instruc-
tiunile SIMD SSE3. Urmatoarele trei sunt proiectate pentru arhitecturi masiv paralele
ce folosesc capacitatile de calcul ale procesoarelor placilor gra ce (GPU). Prima este
dezvoltata in BROOK+ pentru placi AMD-ATI, iar urmatoarele doua - in CUDA pentru
placi NVIDIA.

Capitolul 7. Teza se incheie cu 0 analiza a rezultatelor si cu evaluarea posibilelor dezvoltari
ulterioare.

1.3 Descrierea metodei

Obiectivul tezei este de a oferi 0o metod a e cient a de recunoastere a sirurilor numerice
scrise de man a, compuse dintr-un num ar nede nit de cifre izolate sau partial supra-
puse. Intrucat marea majoritate a metodelor au ca pas anterior recunoasterii un proces de
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segmentare care poate afecta negativ clasi carea, metoda pe care o propun nu utilizeaz a
segmentarea. Pentru a rezolva cazurile de cifre alipite sau partial suprapuse am folosit pe
langa clasi catorul uzual, la nivel de cifr a, un clasi cator antrenat cu perechi de cifre partial
suprapuse.

n Figura 5.4 se poate observa calea parcursa de o imagine pana cand este recunoscut
sirul numeric pe care il contine. Blocul CCA extrage componentele conexe ale imaginii,
separand cifrele izolate si toate celelalte parti de cifre. Etapa de clusterizare se ocupa cu
concatenarea partilor de cifre extrase In faza precedenta. Am creat un set de reguli care sunt
aplicate iterativ asupra componentelor extrase. La nalul etapei se obtin componente care
reprezinta cifre si grupuri de cifre unite.

Clasi catorul foloseste rezultatele obtinute de cei doi clasi catori (pentru cifre si pentru
perechi de cifre partial suprapuse) pentru a determina ce se a a in imaginea componentei
de la intrarea sa. Am implementat trei algoritmi simpli si e cienti care decid rezultatul ¢ aruia
dintre cei doi clasi catori este corect. Algoritmii au un rol foarte important deoarece nu se
cunoaste a priori cate cifre se a a in componenta analizata. Alte metode din literatura folo-
sesc pentru aceasta operatie antrenarea clasi catorilor cu exemple negative, ceea ce este
destul de di cil deoarece exemplele negative trebuie extrase manual sau generate automat.
n plus, creste dimensiunea setului de antrenare, ceea ce conduce la marirea timpului nece-
sar antrenarii.

Tntregul sistem de recunoastere a fost testat cu seturi de imagini din NIST SD 19 [4].
Aceste seturile de imagini sunt folosite si de alti cercetatori [44], cea mai buna rata de recu-
noastere ind de aproximativ 96%. Sistemul pe care |-am creat atinge o rat a de recunoastere
de 93.77%, n conditiile Tn care nu foloseste nici segmentare, nici antrenare cu exemple ne-
gative. Analiza erorilor arata ca daca seturile de antrenare ar contine si exemple negative,
rata de recunoastere ar la nivelul celor mai bune rezultate existente. Din acest motiv, in
viitor setul de antrenare va augumentat cu exemple negative. Rezultatele au fost publicate
n [17].

Ultima parte a tezei este dedicata analizei posibilitatilor de a creste viteza de executie a
algoritmului de antrenare a retelelor neuronale. Acest lucru este necesar deoarece ar permite
antrenarea unor retele neuronale mai mari, obtindndu-se in acest mod rate de recunoastere
mai bune. Am incercat variante de optimizare pe CPU folosind inclusiv limbajul de asamblare
si instructiuni SSE3. De asemenea, am efectuat teste de performanta folosind procesoare
gra ce (GPU) Tn BROOK+ si CUDA. Rezultatele preliminare sunt promit atoare, obtinandu-se
o accelerare de peste 20 de ori fata de varianta scrisa pentru CPU.

Pentru ca am evoluat ca specie de la homo habilis la homo sapiens sapiens, aceasta teza
va incerca sa prezinte cat mai mult din procentul de inspiratie si, de multe ori fara succes, cat
mai putin din restul de 99% de munca istovitoare si de multe ori plictisitoare.



Capitolul 2

Stadiul actual al domeniului

Domeniul recunoasterii scrisului de mana si, in particular, cel al recunoasterii cifrelor si a
sirurilor numerice, sunt cercetate intensiv de cateva decade. Din acest motiv, numarul de
articole care trateaza aceasta problema este destul de mare.

O cautare In IEEE Xplore returneaza 608 articole ce contin sirul “digit recognition”. Numa-
rul acestora creste la 1304 daca nu impunem prezenta alaturata a celor doi termeni. Avand
Tn vedere ca exista articole care sunt indexate Tn alte baze de date cu articole, numarul lor
este si mai mare de atat.

Daca efectuam o cautare dupa “digit”, “recognition”, “numeral” (termeni care e foarte pro-
babil sa apara intr-un articol avand ca tema recunoasterea sirurilor numerice), obtinem “nu-
mai” 60 de rezultate. Studiind anii in care au fost publicate aceste articole se observa ca
majoritatea au fost scrise Tn ultimii zece ani si niciunul nu e mai vechi de 1982. Aceste obser-
vatii arata ca:

recunoasterea cifrelor este o problema unde este foarte di cil de a mai propune metode
noi care sa e mai e ciente decéat cele deja existente (se va ar ata in continuare ca rata
de recunoastere a depasit 99.6%)

problema recunoasterii cifrelor a fost abordata Tnaintea celei a recunoasterii sirurilor de
cifre. Evident, unul din motive a fost si puterea scazuta de calcul a calculatoarelor

in momentul in care recunoasterea cifrelor a inceput sa ajunga aproape de limita ma-
xima de recunoastere si odata cu cresterea performantelor calculatoarelor, atentia a
fost indreptata asupra problemei mult mai complicata a recunoasterii sirurilor numerice

Tnainte de a prezenta cele mai importante realizari din domeniu se impune o explicatie.
Exista multe articole care prezinta metode ce sunt veri cate experimental pe seturi de test
limitate (numarul de exemplare este prea redus pentru a avea insemnatate statistica) sau ne-
documentate / private (deci imposibil de reprodus). Unele dintre aceste articole pretind rate
de recunoastere foarte mari, chiar de 100%. Tntrucat nu exista posibilitatea de a veri ca rezul-
tatele pretinse (decat, eventual, prin reimplementarea metodelor si veri carea lor cu alte seturi
de test), am decis sa consider aceste rezultate ca avand o relevanta scazuta. Am considerat
ca ind relevante doar rezultatele articolelor care erau obtinute folosind seturi de antrenare Si
de test accesibile (gratuit sau nu) si care, mai important, erau folosite de cat mai multi alti au-
tori. Un alt mod de a aprecia Tnsemnatatea rezultatelor unui articol a fost si rangul conferingei
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sau al jurnalului unde a fost prezentat / publicat respectivul articol. Sumarizand, rezultatele
pe care le-am considerat a relevante au fost obtinute cu baze de date publice, folosite de
cat mai multi cercetatori din domeniu, si au fost publicate la conferinte renumite (ex: NIPS,
ICDAR, CVPR, IPCV, AAAI, ICPR etc). Bineinteles, acesta nu este un mod infailibil de a a a
care sunt cele mai bune rezultate in domeniu, dar consider ca este o solutie cu probabilitate
mare de a oferi rezultate relevante fara a examina exhaustiv toate articolele existente, ceea
ce este practic imposibil (http://www.visionbib.com/bibliography/contentschar.html# Numbers,
Digits, Zip (Postal) Codes).

Nefolosirea acelorasi seturi de test de catre toate articolele este o problema ce afecteaza
tot domeniul recunoasterii scrisului de ména. Exista cateva baze de date standard si voi
considera numai rezultatele obtinute folosind seturile de test din aceste baze de date. Doua
din aceste baze de date sunt disponibile contra cost: NIST SD 19 [4] si CEDAR [22], iar una
este oferita gratuit: MNIST [40].

2.1 Stadiul actual al recunoasterii cifrelor

Intrucéat este foarte putin probabila conceperea unui sistem de recunoastere a sirurilor nu-
merice ce nu Tncorporeaza un clasi cator pentru cifre, vor prezentate cele mai importante
realizari Tn acest domeniu. Experimentele sunt efectuate indeosebi cu seturi extrase din
NIST SD 19 [4] sau cu seturile MNIST [40]. Detalii despre aceste baze de date se gasesc in
Capitolul 4.

Jie Zhou [70] propune un model de retea neuronala cuantica. Este detaliat algoritmul de
antrenare si sunt oferite rezultatele experimentelor asupra unui set de 2000 de cifre din baza
de date CENPARMI (http://www.cenparmi.concordia.ca/). Rata maxima de recunoastere este
de 95.65%.

Nishiwaki [53] propune o metoda de recunoastere a sirurilor numerice care veri c a exis-
tenta cifrelor care se ating. Sunt propuse sase tipuri de atingere intre cifre. Desi aceasta
metoda veri ¢ a perechi de cifre, ea este dezvoltata in ideea de a folosit a pentru recunoas-
terea cifrelor izolate, Tn scopul rejectarii imaginilor care contin mai mult de un caracter. Nu
sunt oferite date referitoare la ratele de recunoastere.

Yann LeCun a creat baza de date MNIST ca subset al NIST SD 19 pentru a oferi un
punct comun tuturor celor care doreau sa-si veri ce metodele de recunoastere. Fat a de NIST
SD 19 care este foarte generala si ofera date brute, lasand la latitudinea utilizatorului modul
de alcatuire al seturilor de antrenare si de test, MNIST propune doua seturi, unul pentru
antrenare si unul pentru test, ce contin 60000, respectiv 10000 de imagini de cifre. Ratele de
eroare raportate pentru MNIST variaza de la 12% pentru un perceptron fara straturi ascunse
[38], deci un clasi cator liniar, pan a la 0.39% pentru retele neuronale de convolutie [48].

Franke [27] prezinta o metoda de Tmbunatatire a clasi catorilor polinomiali prin inv atare
iterativa. Rezultatul cel mai bun obtinut pe setul MNIST este de 1.13% rata de eroare.

Lauer et al. [36] a creat un sistem de recunoastere ce foloste vectori suport. Rezultatele
sunt foarte bune (eroare 0.54%), dar sunt necesare resurse computationale mari.
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Cele mai multe incercari de rezolvare a acestei probleme folosesc retele neuronale.
Simard, Steinkraus si Platt [64] demonstreaza ca refelele neuronale ofera cea mai buna rata
de recunoastere pe setul de test MNIST. Rezultatele prezentate de LeCun, Simard si Ranzato
sunt la fel de bune, oferind o rata de eroare de 0.39% [60, 12]. Performante foarte bune au
fost obtinute si prin combinarea clasi catorilor [13].

Pe pagina MNIST (http://lyann.lecun.com/exdb/mnist/) exista cateva zeci de articole ale
caror metode au fost validate cu seturile de date din MNIST.

Avand n vedere rezultatele foarte bune obtinute pentru recunoasterea de cifre cu
retele neuronale de convolutie, am ales drept metod  a pentru propriul clasi cator la
nivel de cifr a utilizarea retelelor neuronale de convolutie (RNC).

2.2 Stadiul actual al recunoasterii sirurilor numerice

Asa cum aratam Tn Capitolul 1, recunoasterea sirurilor numerice ce contin cifre care se supra-
pun este foarte importanta deoarece este utila intr-un numar mare de aplicatii practice: recu-
noasterea codurilor postale [24], procesarea documentelor complexe [34].

2.2.1 Recunoasterea holistic a

Recunoasterea holistica incearca sa evite procesul de segmentare prin implementarea de
clasi catori care primesc la intrare toat a informatia. Facand o paralela cu recunoasterea
textelor, un clasi cator holistic nu segmenteaz a un cuvant in litere urmand sa recunoasca
literele, ci recunoaste tot cuvantul dintr-odata. La recunoasterea cuvintelor acest lucru este
posibil deoarece numarul de cuvinte, chiar daca este foarte mare, este limitat. Tn schimb,
la recunoasterea holistica a sirurilor numerice numarul claselor este mult mai mare, ind
imposibila crearea unei metode de acest fel pentru cazul general. Din acest motiv clasi catorii
holistici se rezuma la siruri numerice de doua, maxim trei cifre.

n [67] este descrisa 0 metoda de recunoastere a cifrelor care se ating. Acest articol
foloseste ca seturi de antrenare si de test imagini de coduri postale provenite de pe cores-
pondenta. Nu se da niciun alt detaliu asupra datelor folosite, deci experimentele nu pot
veri cate. Oricum, autorii pretind o rat a de recunoastere de 86.8% pe setul limitat pe care
[-au folosit (291 de imagini de test). Sunt oferite si rezultate (86.5%) pe un set neprecizat nici
macar ca numar de imagini din CEDAR [22]. Se arm a ca pe acelasi set de test o metoda
care implica segmentarea ofera rate de recunoastere cu pana la 6.1% mai mici. Clasi catorul
utilizat analizeaza structura imaginilor, cautand concavitati, masurand gradienti etc, informatii
Cu care apoi construieste un scor ce caracterizeaza imaginea. O observatie interesanta a
articolului este ca din cele 500 de coduri postale analizate, 20% contin cifre unite, 16% ind
perechi de cifre, iar restul de 4% ind alc atuite din trei sau mai mai multe cifre unite. Tn [35]
aceiasi autori prezinta un sistem multiexpert pentru recunoasterea sirurilor numerice cu cifre
care se ating. De aceasta data setul folosit este mult mai mare, 28464 de exemplare cu cifre
unite ind colectate manual. Si acest set este privat. Cea mai bun a rata de recunoastere este
de 91.1%.

Behnke [8] (Capitolul 7.4) a creat un sistem de recunoastere pentru marci postale (timbre
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valorice imprimate pe plicuri) care utilizeaza un clasi cator convolutional pentru a recunoaste
perechi de cifre tiparite. Chiar daca este o aplicatie OCR (Optical Character Recognition
= recunoasterea caracterelor tiparite) si nu a recunoasterii scrisului de mana, am amintit si
acest sistem de recunoastere deoarece abordeaza problema in mod holistic.

LeCun et al. [39] propun o metoda de recunoastere a codurilor postale folosind retele
neuronale de convolutie. Ideea este dezvoltata mai departe de grupul sau in [49, 50]. Pentru
a evita segmentarea se construieste o refea neuronala extinsa pe orizontala in ideea de a
incapea Tn cdmpul de intrare si contextul cifrei ce se doreste a recunoscut a. Refeaua este
antrenata cu triplete de cifre suprapuse sau nu, generate automat. Acest clasi cator este
aplicat in ecare pozitie a imaginii pentru a detecta cifrele. Deoarece se fac multe aplic ari ale
clasi catorului, metoda este destul de lent a (intre timp puterea de calcul a crescut de cateva
zeci de ori, aceast aspect ne mai constituind o problema). Testele pe care le-au efectuat
asupra codurilor postale de cinci cifre au aratat o rata destul de redusa de recunoastere:
70% pentru setul de antrenare si 66% pentru cel de test.

2.2.2 Recunoagsterea cu segmentare

Multe din solutiile propuse in literatura de specialitate combina procesele de segmentare si
recunoastere. Avand n vedere ca multe cifre se pot atinge sau pot chiar partial suprapuse,
efectuarea unei segmentari corecte care sa nu tina cont de continutul imaginii este foarte
dicil a [69]. Daca se cunoaste continutul imaginii, Tnseamna ca deja etapa de clasi care a
avut loc.

Casey si Lecolinet [11] prezinta o abordare care integreaza segmentarea Si recunoasterea
folosind o strategie ipoteza-test (recunoastere bazata pe segmentare). Cordella si Vento [21]
analizeaza in detaliu aceasta metoda.

Shi, Wakabayashi et al. [47] propun o metoda de a creste gradul de recunoastere cand
numarul de imagini din setul de antrenare este redus. Algoritmul genereaza o imagine in
oglinda a imaginii unei clase care apartine unei perechi de clase foarte apropiate. Imaginea
rezultata este adaugata setului de imagini al celeilalte clase.

Au fost implementate numeroase metode care folosesc segmentarea si 0 extragere com-
plicata de caracteristici pentru a obtine cifre din sirul initial [45]. Aceste cifre sunt recunoscute
folosind un clasi cator la nivel de cifr a. Procesul de segmentare este aplicat in doua moduri
distincte [59]. Tn primul, modulul de segmentare transfera secventele de cifre izolate la clasi-
cator [63]. Oliveira et al. [58] au ra nat acest concept propunand o veri care efectuat a prin
suprasegmentare si prin subsegmentare. Aceiasi autori au construit un sistem de recunoas-
tere folosind o metoda euristica de suprasegmentare bazata pe clasi catori cu vectori suport
[57]. Al doilea mod utilizeaza ipoteze motivate probabilistic, iar decizia nal a este data de cel
mai bun scor segmentare-recunoastere obfinut pentru imaginea de intrare [29]. Acest pro-
cedeu este utilizat de Cheong et al. [14] pentru a genera mai multe ipoteze de segmentare
bazate pe secventa de tuse ce formeaza o posibila cifra.

Autorii din [32] propun o metoda de preprocesare a segmentarii cu scopul imbunatafirii
ratei de recunoastere pentru cifrele care se ating. Experimentele sunt efectuate pe NIST SD
19. Rata de recunoastere este de 96.4%. Seturile de test sunt similare cu cele pe care le-am
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utilizat, dar mai mici, doar 1000 de imagini, Tn loc de aproape 1500 cat au seturile 3DNS
si 6DNS. Oricum, rezultatele pot folosite pentru comparatii. Aceiasi autori au dezvoltat o
metoda de recunoastere [33] care foloseste segmentarea simpla si segmentarea combinata
cu recunoasterea. Intai (segmentare fara recunoastere) sunt separate cifrele izolate de cifrele
care se ating. Apoi sunt examinate si segmentate cifrele care se ating. Se folosesc 1500 de
imagini din NIST SD 19, dar nu se speci c a indicii lor. Rata de recunoastere este de 91.8%.

Cel mai important articol recent din domeniul recunoasterii sirurilor numerice scrise

de ména este [44]. A aparut in anul 2004 si sumarizeaza cele mai performante metode
aparute anterior. De asemenea, ofera 0 modalitate clara de comparare a rezultatelor, speci-
cand cu exactitate provenienta si alc atuirea seturilor de test. Am reconstruit aceste seturi
de test pentru propriile experimente (Sectiunile 4.5.2 si 4.5.3). Autorii folosesc abordarea
clasica a problemei: segmentare in cat mai multe parti posibile, urmata de o concatenare ce
are ca scop obtinerea de cifre singulare. Etapa de concatenare este combinata cu cea de
recunoastere, analizandu-se toate modurile de concatenare. Se obtine un graf orientat, ce
are doua noduri importante intre care se alfa toate modurile Tn care pot asamblate p artile
de imagine. Pentru reducerea numarului de drumuri dintre cele doua noduri se impun res-
trictii geometrice, cea mai importanta dintre ele ind gradul de proximitate a dou a parti de
simboluri. Fiecare astfel de drum este apoi analizat si Tn urma clasi c arii primeste un scor
obtinut ca suma a scorurilor oferite de clasi catorul la nivel de cifr a. Drumul cu cel mai mare
scor este ales ca ind cel mai probabil a corect. Existand mai multe drumuri, este usor de
implementat un algoritm de rejectie care respinge un anumit rezultat ca probabil incorect in
momentul Tn care diferenta de scor dintre cele mai bune doua drumuri este sub un anumit
prag. Tn articol sunt analizate mai multe metode de clasi care pentru cifre: trei clasi catori
neuronali, doi cu densitate discriminativa si doi care folosesc vectori suport.

Un alt aspect important al articolului este antrenarea cu exemple negative (imagini care
nu contin cifre) a clasi catorilor pentru recunoasterea de cifre. Se face o comparatie intre
rezultatele obtinute utilizand seturi de antrenare ce contin sau nu exemple negative. Prezenta
non-cifrelor Tn setul de antrenare imbunatateste rata de recunoastere cu pana la 30% pentru
unele metode (retele neuronale si clasi catori cu vector suport).

La nivel de cifra, rata maxima de recunoastere este de 99.26%, obtinuta cu un clasi cator
cu vectori suport ce foloseste functii radiale. Adaugarea de exemple negative in setul de
antrenare produce o scadere a ratei de recunoastere la 99.24%. La nivel de sir numeric,
ratele maxime de recunoastere se situeaza la 96.82% pentru siruri de trei cifre si la 96.74%
pentru siruri de sase cifre (Figura 2.1). Toate rezultatele sunt obtinute folosind clasi catori
antrenati cu exemple negative. Acelasi autor propune o metoda combinata de recunoastere
[43] folosind atat segmentarea, cat si recunoasterea holistica. UtilizAdnd o metoda adaptata
din recunoagterea vorbirii, obtine o rata de recunoastere de 97.42%.

Figura 2.1 sumarizeaza cele mai bune rezultate obtinute in domeniul recunoasterii sirurilor
de cifre scrise de mana. Coloana marcata forced contine ratele de recunoastere cu rejectie
nula. RBF inseamna functii radiale, PC - clasi cator polinomial, DLQDF - clasi cator cu
functii discriminante cuadratice, bazat pe invatare discriminativa, SVC-rbf - clasi cator cu
vectori suport si functii radiale. Detalii despre implementarea clasi catorilor pot g asite In
[44].
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Figura 2.1: Ratele de recunoastere pentru siruri din NIST SD 19. Preluare din [44]. [35]
reprezinta [30], [36] reprezinta [9], iar [14] reprezinta [58].

2.3 Concluazii

Sistemul propriu de recunoastere a sirurilor de numere contine parti care exista si in alte
sisteme de recunoastere. Mai exact, este vorba de clasi catorul la nivel de cifr a. Intrucat
ideea tezei nu este de a concepe un nou clasi cator (eventual, mai bun) pentru cifre, am
decis sa folosesc cea mai buna metoda existenta pentru recunoasterea de cifre in propriul
sistem de recunoastere a sirurilor numerice. Astfel, am ales retelele neuronale de convolutie.
De asemenea, pentru acest clasi cator am extins setul de antrenare folosind deform ari a ne
si elastice, asa cum au facut si alfi autori (Simard [64] a introdus aceste deformari, aplicandu-
le pe setul MNIST).

Primul pas Tn construirea unui clasi cator pentru recunoasterea sirurilor numerice cu cifre
ce se ating sau se suprapun partial este reprezentat de rezolvarea cazului cel mai simplu de
suprapunere, cel dintre doua cifre.

Avand 1n vedere ca majoritatea cercetatorilor folosesc metode ce implica segmentarea i
ca ratele de recunoastere sunt deja foarte mari (peste 96%), iar recunoasterea holistica este
mult mai putin studiata, am hotarat sa aplic o metoda holistica pentru perechile de cifre partial
suprapuse, in ideea evitarii segmentarii.

Deoarece retelele neuronale de convolutie s-au dovedit a foarte bune pentru recunoas-
terea de cifre, le-am folosit si pentru construirea unui clasi cator la nivel de perechi de cifre
partial suprapuse. Retelele neuronale s-au dovedit a e ciente in foarte multe domenii, ind
si foarte rapide in procesul de clasi care, aspect care este important in aplicatii ce trebuie s a
ruleze in timp real sau cat mai repede posibil (de exemplu un sortator de corespondenta).



Capitolul 3

Aspecte teoretice

3.1 Notiuni de prelucrarea imaginilor

Tn aceasta teza, imaginile vor abstractizate in felul urm ator: o colectie de pixeli structurati
intr-un tabel bidimensional, accesibili prin indicele liniei (coordonata y) si cel al coloanei (or-
donata x). Indicii sunt valori intregi nenegative. Fiecare pixel are o anumita culoare, pentru
experimentele efectuate ind su cient a considera cazul tonurilor de gri cu 256 valori discrete,
0 insemnand alb si 255 - negru. Daca pixelii pot avea doar doua valori, atunci O repezinta
alb si 1 - negru. Tn cazul in care se face exceptie de la aceste reguli, se precizeaza n text.
Pentru imagini color se aplica o transformare in tonuri de gri folosind, de exemplu, metoda
prezentata in [15] la pagina 9 sau n [16].

3.1.1 Centrul de mas a al unei imagini

Din zic a se cunoaste ca pentru sistem de n particule punctiforme, ecare ind caracterizat a

prin masa m si prin coordonatele X; Tntr-un spatiu euclidian p-dimensional (i 2 f 1;:::; pg),
coordonatele centrului de masa pot calculate cu formula:
P, i
]
.M X
O (3.1)
j=1 M;

n cazul unei imagini bidimensionale cu n - m pixeli (n linii si M coloane), intensitatea
ec arui pixel ind reprezentata prin pyy, cux 2f0;:::;m 1gsiy2f0;:::;n 19, putem
adapta formula de calcul a coordonatelor centrului de masa in felul urmator:

Pm iPna
= = pr X
xM = g0 g0 Y T (3.2)
= x=0 y=0 Pxy
mi1Fn 1
=0 =0 Pxy ¥
yM = PP (3.3)

x=0  y=0 Pxy
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3.1.2 Distorsiuni

in experimentele efectuate cu imagini de cifre am folosit augumentarea setului de antrenare
prin aplicarea de distorsiuni asupra imaginilor sale. Transformarile efectuate sunt similare cu
cele aplicate de Simard [64]. Lauer et al. [36] detaliaza aceste transformari. Distorsiunile au
constat Tn mai multe transformari liniare: rotatii, scalari si deformari elastice.

Transform ari a ne

Intuitiv, transformarile a ne ntr-un spatiu euclidian bidimensional pot privite ca transform ari
geometrice Tn urma carora se pastreaza coliniaritatea punctelor si proportiile segmentelor.
Transformarile a ne aplicate asupra imaginilor de antrenare sunt de dou a feluri: rotatii Si
scalari. Se calculeaza cate un cdmp de deplasare pentru ecare directie: orizontala ( X)) si
verticala ( Y). Astfel, pentru punctul de coordonate (X;y) vom avea deplasarile X (X;y)
si Y(xy).
Scalarile pot reprezentate matricial in felul urm ator:

0
X 0 X
0o = 0 (34)
y y
unde reprezinta coe cientul de scalare pe orizontal a si  reprezinta coe cientul de scalare
pe verticala.

Rotatiile Tn forma matriciala se calculeaza cu formula:

x® _ cos  sin X (35)
yo 7 cos sin y '

unde reprezinta unghiul de rotatie a imaginii.

Transform ari elastice

Tn [64] transformarile elastice sunt obtinute prin prelucrarea unor campuri de deplasare ale-
atoare. Astfel, se initializeaza un camp de deplasare cu valori reale aleatoare din [ 1;1].
Distributia valorilor se considera a uniform a. Asupra acestui camp se aplica o convolutie cu
un nucleu gaussian cu deviatia standard

Pentru doua dimensiuni, nucleul gaussian normalizat are urmatoarea formula:

x2+y2

1
G(xy; )= 5 2 &7 ° (3.6)

Latimea nucleului este data de valoarea lui

Rezultatul acestor operatii este un camp de deplasare care aplicat unei imagini produce
o deformare elastica in cazul in care are valori mici. Daca are valori mari, deformarea
devine transformare an a, iar pentru  foarte mare se ajunge la translatie [64]. Se foloseste
un coe cient  cu care sunt multiplicate valorile nucleului pentru a controla intensitatea locala
a deformarii.
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3.1.3 Transformata Hough

Transformata Hough a fost inventata de Paul Hough in 1962 si patentata de IBM. Utilizarea
initiala a constat in detectatea traiectoriilor particulelor incarcate electric din experimentele
efectuate Tn camera cu bule. Richard Duda si Peter Hart ([23]) au creat transformata Hough
generalizata in 1972. Daca metoda initiala detecta numai linii, transformata generalizata
poate detecta orice fel de forme [62] (pag. 382-383), In particular segmente de dreapta, arce
de cerc si de elipsa.

Se va prezenta succint transformata Hough pentru detectarea de linii dintr-o imagine.
Problema poate formalizat a astfel: ind dat a o multime de puncte prin coordonatele x siy
dintr-un spatiu euclidian bidimensional, se cere sa se determine care din aceste puncte sunt
coliniare si care nu. Pentru aceasta, se aplica o transformare a spatiului euclidian la spatiul
Hough, utilizand ecuatia 3.7.

y

r=ri+rp=
Ccos

+sin (y tan )= xsin + ycos (3.7

Tn ecuatia de mai sus, reprezinta unghiul dreptei cu axa Ox, iar r este distanta de la
originea sistemului de coordonate la dreapta (Figura 3.1). Deoarece pentru ecare punct
exista o in nitate de perechi in spatiul parametric (r; ), trebuie gasita o modalitate de re-
ducere a dimensionalitatii problemei pentru a putea aplicat a practic. Pentru aceasta, se
discretizeaza problema prin discretizarea valorilor parametrilor. Astfel, daca imaginea initiala,
in forma discreta, avea N M pixeli, putem discretiza spatiul parametrilor alegand, de exem-
plu, r = 1pixel si =1 . Discretizarea se face Tn functie de problema.

Figura 3.1: Transformata Hough pentru detectia de linii. Fiecarei linii d din spatiul imagine Ti
corespunde un punct in spatiul parametric Hough.
s - - oxt x2Hy? g -
Pasul urmator rezida Tn construirea unei matrici cu == elemente, unde linia
reprezinta distanta, iar coloana reprezinta unghiul. Elementele matricei sunt initial nule. Pen-
tru toate valorile discrete posibile ale lui r si , se construiesc dreptele corespunzatoare si se
numara prin cate din punctele imaginii trec. Acest numar reprezinta valoarea celulei respec-
tive. Matricea mai poarta numele de acumulator Hough. Un exemplu de astfel de matrice
este prezentat in Figura 3.2. Folosind acest algoritm, la sfarsit, Tn matrice se vor a a numere
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intregi nenegative care reprezinta numarul de puncte prin care trece ecare dreapta. Cer-
curile marcheaza punctele de maxim ale matricei, puncte care reprezinta drepte cu numar
maxim de puncte.

Figura 3.2: Exemplu de matrice de acumulare rezultata in urma aplicarii transformatei Hough.
Cercurile marcheaza maximele corespunzatoare celor sase linii detectate. A sarea grac a
foloseste negru pentru elemente nule si tonuri de gri cu iluminare proportionala cu valoarea
respectivului element pentru valori nenule. Albul se foloseste pentru elementul sau ele-
mentele cu numar maxim de puncte.

3.2 Retele neuronale arti ciale

Retelele neuronale arti ciale (RNA) fac parte din subdomeniul Machine Learning (invatare
automata) al Inteligentei Arti ciale . RNA sunt metode statistice de clasi care, cea mai im-
portanta aplicatie a lor ind n recunoasterea formelor. Exist a multe carti care trateaza acest
domeniu, unele din cele mai importante ind [10] (abordeaz a intreg domeniul recunoasterii
formelor) si [9] (dedicata exclusiv retelelor neuronale arti ciale). Pentru o introducere concis a
si clara se poate utiliza [51] (Capitolul 6).

RNA sunt alcatuite din unitati de procesare numite neuroni. Neuronul arti cial este un
model matematic simplist al neuronului biologic. Neuronii unei RNA sunt, de obicei, dispusi
pe mai multe straturi.

RNA pot imp artite in doua mari categorii: RNA cu propagare Tnainte si RNA recurente.
Prima categorie este de departe mult mai studiata, RNA cu propagare Tnhainte ind mult mai
bine Tntelese si din punct de vedere teoretic. RNA utilizate Tn aceasta teza sunt de tipul RNA
Cu propagare nainte.

Tntr-o RNA cu propagare Tnainte exista conexiuni numai intre neuroni de pe straturi con-
secutive, informatia de la intrare propagandu-se secvential prin ecare strat pan a la iesire.

Tn scopul evitarii confuziilor, In aceasta teza am considerat ca strat al retelei neuronale in-
clusiv stratul de intrare, strat necomputational. Astfel, pentru o retea cu trei straturi, stratul Lo
este stratul de intrare, iar straturile L1 si L, sunt straturi computationale. Straturile interioare,
Tn acest caz stratul L 1, se numesc straturi ascunse.
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3.2.1 Perceptronul

Perceptronul [46] (pagina 458) este un model simplu de refea neuronala cu propagare inainte.
Are doua straturi, unul ind de intrare si unul de iesire. Stratul de iesire este unicul strat
computational. Tntrucat nu poate rezolva decat probleme liniar separabile, are o arie redusa
de aplicabilitate.

Perceptronul multistrat este o varianta mai complexa de perceptron, putand avea unul
sau mai multe straturi ascunse. Prezenta straturilor ascunse elimina limitarea aplicabilitatii la
probleme liniar separabile.

3.2.2 Retele neuronale arti ciale cu h  arti de convolutie (RNC)

Avéand in vedere modul de functionare al perceptiei vizuale [8] (Capitolul 2), s-a incercat
modelarea acestuia folosind retele neuronale. Unul din aceste modele foloseste harti de
convolutie. RNC sunt tot RNA multistrat cu propagare Tnainte, unica diferenta ind arhitectura
retelei, mai exact, modul de conectare a neuronilor. Evident, RNC sunt concepute pentru
recunoasterea de caracteristici ale imaginilor.

Tn 1979 Fukushima [28] a propus o retea neuronala cu harti de convolutie, numita Neocog-
nitron, care se putea adapta la deplasarea caracterelor in campul de intrare. Detalii pot
gasite la http://www4.ocn.ne.jp/ fuku_k/ les/research-e.html#neocog .

LeCun afolosit in 1995 o retea de convolutie pentru recunoasterea de caractere. Tn Figura
3.3 este prezentata arhitectura acestei retele. in [38] arhitectura este dezvoltata si mai mult,
prin adaugarea de noi straturi.

Figura 3.3: RNC pentru recunoasterea caracterelor. Preluare din [37].

Spre deosebire de perceptron, unde ecare neuron al unui strat era conectat cu tofi neu-
ronii stratului anterior, la RNC ecare neuron este conectat numai la o parte a neuronilor
stratului anterior. Pentru a imita functionarea sistemului vizual uman, neuronii cu care este
conectat se a a toti in aceeasi zona. O retea neuronala poate contine atat straturi complet
conectate, cat si straturi de convolutie. Straturile de convolutie sunt, uzual, alcatuite din mai
multe harti de convolutie.

in RNC utilizate in Capitolul 5 exista doua moduri de conectare a neuronilor de pe stra-
turile de convolutie, al doilea mod ind o extindere a primului [64, 38].

Primul mod de conectare (stratul L ; din Figura 3.5) consta in a conecta ecare neuron al
unei harti la un nucleu de neuroni ai stratului anterior. Toti neuronii unei harti impart aceleasi
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ponderi, astfel numarul de ponderi ind mult redus fatf a de cazul unui strat complet conectat.
Nucleul de convolutie este deplasat asupra stratului anterior din doi Tn doi neuroni, atat pe
orizontala, céat si pe verticala (Figura 3.4). Dimensiunea uzuala [64] pentru nucleu este de
5 5neuroni. Aceasta trebuie sa e impar a pentru ca nucleul sa poata centrat intr-un pixel.
Simard [64] a aratat ca o dimensiune mai mica, 3 3 neuroni, este prea redusa pentru a
detecta caracteristici primare (colturi, intersecttii, capete de linie) Tn imagine, iar 7 7 neuroni
este deja prea mult, depasind dimensiunea caracteristicilor primare.

Figura 3.4: Modul de deplasare a nucleului de convolutie.

Al doilea mod de conectare poate observat intre straturile L1 si L, din Figura 3.5.
Siin acest caz neuronii dintr-o harta impart acelasi set de ponderi, dar ecare neuron de
pe stratul L, este conectat cu neuroni din nuclee de convolutie din ecare harta a stratului
anterior.

3.2.3 Metode de antrenare a retelelor neuronale

Antrenarea retelelor cu propagare inainte se face de obicei cu algoritmul de invatare cu
propagare Thapoi a erorii (backpropagation learning). Acesta este prezentat in toate cartile
ce trateaza retelele neuronale, astfel ca nu va mai expus in aceast a lucrare. Programul de
antrenare a retelelor neuronale pe care le-am folosit in cadrul experimentelor este conceput
dupa explicatiile din [61](Capitolul 20.5). Am ales aceasta carte deoarece expune intr-un mod
matematic riguros si detaliat algoritmul de antrenare.

In cazul algoritmilor ce au ca principiu minimizarea erorii medii patratice, se poate folosi
o tehnica de accelerare a antrenarii. Algoritmul Levenberg-Marquardt [41] (o descriere a sa
pentru RNA este data de Bishop in [9], Capitolul 7.11) poate aplicat pentru minimizarea
functiei de eroare.
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Figura 3.5: Modul de conectare a neuronilor de pe straturile de convolutie.



Capitolul 4

Baze de date cu cifre si siruri de
cifre

Acest capitol prezinta bazele de date cu cifre si cu siruri de cifre care au fost folosite pentru
obtinerea seturilor de antrenare si de test. Cu aceste seturi au fost apoi efectuate experi-
mentele din capitolele ce urmeaza.

Prima baza de date, NIST SD 19 ([4]), este si cea mai mare dintre toate. Celelalte trei,
MNIST ([40]), LNIST si baza de date la nivel de doua cifre partial suprapuse sunt derivate
din aceasta. Seturile de test 3DNS, 6DNS si 10DNS sunt obtinute tot din NIST SD 19, prin
extragerea campurilor numerice de 3, 6, respectiv 10 cifre. Figura 4.1 prezinta modul in care
relationeaza seturile de antrenare si de test, iar Tabelul 4.1 - continutul si modul de utilizare
al seturilor. in Figura 4.1 am evidentiat si clasi catorii la nivel de cifr a si de doua cifre partial
suprapuse ce vor folositi in sistemul de clasi care general (Figura 5.4).

Figura 4.1: lerarhia seturilor de test si de antrenare.
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Tabelul 4.1: Continutul si modul de utilizare ale seturilor de date.

nume \ numar de imagini tip imagini utilizare  nr. persoane
NIST SD 19 814255 + 4170 variat variata 4170
MNIST TRAIN 60000 cifre antrenare 500
MNIST TEST 10000 cifre test necunoscut
LNIST TRAIN 66214 cifre antrenare 600
LNIST TEST 45398 cifre test 400
TDNS TRAIN 200000 numere a 2 cifre  antrenare 1000
TDNS TEST 200000 numere a 2 cifre test 1000
3DNS 1476 numere a 3 cifre test 296
6DNS 1471 numere a 6 cifre test 296
10DNS 878 numere a 10 cifre test 296

4.1 NIST SD 19

Baza de date NIST SD 19 ([4]) contine imagini de formulare scanate scrise de 4170 de
persoane. Un exemplu de astfel de formular este dat In Figura 4.2. Formularele vor referite
n text prin HSF (Handwriting Sample Form). In continuare vor prezentate numai informatiile
necesare ntelegerii desfagurarii experimentelor.

CD-ul cu baza de date contine gata extrase, eventual segmentate, cifrele si literele din
aceste formulare, in total 814255 de imagini. Pe langa imagini, baza de date contine detalii
privind originea, organizarea, data publicarii respectivelor imagini, precum si modul recoman-
dat de utilizare a imaginilor. Caracterele segmentate sunt memorate n imagini de 128 128
pixeli si sunt etichetate folosind codurile ASCII corespunzatoare caracterelor 0-9, a-z, A-Z.
Autorii NIST SD 19 a rm a ca etichetarea imaginilor a fost veri cat a manual, iar eroarea care
mai exista este de aproximativ 0.1%.

NIST SD 19 contine toate imaginile din versiunile anterioare, SD3 si SD7 (Tabelul 4.2),
plus multe altele. Imaginile segmentate sunt organizate Tn diverse ierarhii pentru a facilita mo-
duri variate de utilizare a lor. Astfel, exista referinte pentru ierarhizarea imaginilor in functie
de persoana, clasa, clasa fara informatie de speci care a tipului literei (majuscul a sau minus-
cula), campul din formularul HSF.

Tabelul 4.2: Versiuni anterioare ale bazei de date NIST cu imagini de caractere scrise de
mana. (dupa [4])

nume data versiune continut observatii
Special Database 1 mai 1990 HWDB Release 1-1.1  formulare si cAmpuri
Special Database 3 februarie 1992 HWSC Release 4-1.1 caractere
Special Database 7 aprilie 1992 TST1 Release 6-1.1 caractere Test Data 1.

4.1.1 Structura NIST SD 19

NIST CD 19 contine opt partitii de imagini HSF, numerotate hsf {0,1,2,3,4,6,7,8}. HSF-urile
au fost scanate la 300dpi si, asa cum se poate observa si in Figura 4.2, contin 34 de campuri
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Figura 4.2: Exemplu de formular din NIST SD 19 (formularul f1816_24). A se vedea si Figura
4.4.
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Tabelul 4.3: Bazele de date in care au fost publicate partitiile. y - cAmpuri completate, dar

neprocesate. g - campuri necompletate. (dupa [4])
partifia  persoane formulare cifre majuscule minuscule constitutia originea persoanelor

hsf_0  0000-0499 SD1 SD3 SD3 SD3 SD19 Census Field
hsf_ 1 0500-0999 SD1 SD3 SD3 SD3 SD19 Census Field
hsf_2  1000-1499 SD1 SD3 SD3 SD3 SD19 Census Field
hsf_3  1500-2099 SD1 SD3 SD3 SD3 y Census Field
hsf_4  2100-2599 SD19 SD7 SD7 SD7 ] High School
hsf_ 5 2600-3099 pastrate de NIST pentru teste viitoare [ High School
hsf_6  3100-3599 SD19 SD19 SD19 SD19 2] Census MD
hsf_7  3600-4099 SD19 SD19 SD19 SD19 '] Census MD
hsf 8 4100-4169 SD19 y y y y Census MD

cu informatii diverse. Tn aceasta lucrare au fost utilizate doar cAmpurile numerice.
n Tabelul 4.3 este data alcatuirea NIST SD 19, precum si coninutul SD1, SD3 si SD7.
Primele 429 de formulare din hsf_5 au fost scrise de elevi de liceu, iar ultimele 71, pre-
cum si toate formularele din partitiile hsf_{6,7,8} au fost scrise de angajati ai biroului de recen-
samant din Suitland, Maryland. Informatiile acestea se vor dovedi utile la construirea seturilor
de antrenare si de test, precum si la evaluarea rezultatelor.

4.1.2 Continutul NIST SD 19

Datele ec arei persoane se a a in directoare cu nume de forma fyyyy zz, unde yyyy repre-
zinta codul persoanei, putand lua valori intre 0000 si 4099, iar zz este un cod prin care se
precizeaza tipul formularului completat de persoana respectiva. Toate formularele au acelasi
numar de campuri, campurile cu acelasi numar avand aceeasi dimensiune. Variaza numai or-
dinea cifrelor, respectiv a caracterelor, din interiorul cAmpului. Acest cod poate utilizat pentru
a accesa formularul corespunzator persoanei respective, in directorul data/hsf_pages/truerefs.
Continutul (Tabelul 4.4) acestor siere poate utilizat pentruaa ace ar trebuits a scrie per-
soana in campurile formularului. Am folosit aceste informattii la construirea seturilor de test
cu numere formate din 3, 6 si 10 cifre. Tn Figura 4.4 este descris continutul cAmpurilor din
formularul din Figura 4.2. Formularele exista si in varianta necompletata, pentru a putea
utilizate la colectari suplimentare de date.

Campurile de la 3 pana la 31 contin cifre si numere formate din mai multe cifre. Continutul
campurilor a fost extras si e gata segmentat la nivel de caracter (cifra sau litera) in baza
NIST SD 19. Toate caracterele au fost etichetate automat folosind sierele cu referinte, si
apoi veri cate manual ([68]) de dou a ori de catre persoane distincte. Tn urma segmentarii
imaginiile au fost stocate ntr-o ierarhie de siere. Pentru a a a exact provenienta si continutul
unei imagini se foloseste numarul partitiei, numarul persoanei si tipul formularului.

Formularele au fost concepute astfel ncat pentru ecare clas a sa existe acelasi numar
de exemplare. Dupa operatiile de extragere si de segmentare, aceste humere nu mai sunt
egale, dar sunt destul de apropiate (Tabelul 4.5).

Din pacate, baza de date nu contine si imaginile cu sirurile de cifre extrase din cAmpurile
formularelor, ci numai cu cifrele gata segmentate din aceste imagini. Din acest motiv, pentru
experimentele asupra sirurilor de cifre a fost necesara dezvoltarea unei metode de extragere
a acestor siruri de cifre.
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Tabelul 4.4: Exemplu de sier cu referinte ( hsf_page/truerefs/ref_24.txt). A se vedea si Figura

4.2.
d_o d_1
d_2 d_3 0123456789
d_4 0123456789 d_5 0123456789
d6 08 d7 39
d_8 5268 d9 49171
d_10 235969 d11 111
d_12 2956 d_13 81207
d_14 758298 d_15 90
d_16 4671 d_17 34560
d_18 368704 d_19 27
d_20 493 d_21 75434
d_22 281512 d_23 02
d_24 564 d_25 3000
d_26 335706 d_27 48
d_28 863 d_29 4699
d_30 82771 d_31 languoybxgdtpemchrv sjzwk
d 32 MOFWTUIXYHSDZKEBQRLPGCVNJA d_33

Tabelul 4.5: Numarul de exemplare din ecare clas a.
Clasa | © 1 2 3 4 5 6 7 8 9
Exemplare | 40363 44704 40072 41112 39154 36606 39937 41893 39579 39533

4.1.3 lerarhizarea datelor

Datele sunt ierarhizate dupa: formulare si partitii, autor, camp, numarul clasei in hexa, nu-
marul clasei unite (fara discriminare ntre literele minuscule si cele majuscule). Din aceste
ierarhii prezinta interes pentru lucrarea de fata numai cele la nivel de formular si partitie,
precum si cea la nivel de autor.

Formatul sierelor este detaliat in [4]. NIST SD 19 contine patru tipuri de siere, tipul lor
ind determinat de extensie:

.mis — sier ce contine (mai multe) imagini de caractere. De obicei este comprimat.

.pct — sier ce contine imaginea unui formular. Exist a cate un astfel de sier pentru ecare
din cele 3669 de persoane.

.Cls — sier ce contine clasele (etichetele) imaginilor din sierul .mis cu acelasi nume.

.mit — sier ce contine un pointer la un sier .mis. Contine identitatea persoanei, precum i
calea si numele sierului cu imagini segmentate ale acelei persoane. Deoarece exist a
mai multe ierarhii de date, imaginile ar trebuit multiplicate pentru ecare ierarhie, ceea
ce ar consumat inutil spatiu. Pentru a evita acest lucru, si pentru a permite stocarea
intregii baze de date pe un singur CD, imaginile apar o singura data -in siere .mis-, iar
n rest doar se face referire la ele folosind siere .mit.
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hsf_page

hsf_0 ... hsf_8 truerefs template

| | |
f0000_14.pct ... f0499_10.pct ref_00.txt ... ref 99.txt ref _00.ps ... ref_99.ps

Figura 4.3: Arborele aferent ierarhizarii formularelor in partitii.

lerarhizare dup a partitii si formulare

Imaginile formularelor sunt structurate intr-un arbore (Figura 4.3) ce are pe primul nivel par-
titiile hsf_{0,1,2,3,4,6,7,8} si directorul pentru referinte truerefs. De asemenea, mai exista si
directorul pentru formularele necompletate (template).

lerarhizare dup a persoane

Acest arbore (Figura 4.4) contine caracterele organizate dupa partitie si apoi dupa persoana
care le-a scris. Datele din acesta ierarhie reprezinta datete prime obtinute dupa procesul
de segmentare, celelalte ierarhii ind doar reorganiz ari ale datelor din aceasta. In directorul
ec arei persoane se a a patru perechi de siere .mis si .cls, cate una pentru cifre, litere
minuscule, litere majuscule, caractere din campul Constitutie. Fisiere .mit nu sunt necesare
deoarece toate datele se a a in directorul curent.

4.1.4 Formatul sierelor NIST

Imaginile sunt stocate in format binar, alb-negru. Dimensiunea unei imagini ce reprezinta
un simbol este de 128 128 pixeli. Informatia de culoare a pixelilor este memorata la nivel
de bit, astfel ca o imagine necesita 128 128=8 = 2048 octeti. Imaginile simbolurilor sunt
stocate una dupa celalalta, iar blocul rezultat este comprimat cu o varianta a algoritmului
CCITT Group 4. Toate sierele care contin imagini au un antet de tip IHEAD atagsat blocului
ce contine imaginile comprimate. Informatii detaliate despre modul de codi care pot gasite

in [4]. Tipul acesta de codi care se foloseste la sierele .mis, ele ind unicele care contin
imagini de caractere. Fisierele care contin imaginea unui formular intreg sunt de tipul .pct.

by_write
|

|
hsf_0 . hsf_7

|
f0000_14 f0001_41 ... f0499_10
|

|
d0000_14.mis u0000_14.mis 10000_14.mis c0000_14.mis
d0000_14.cls u0000_14.cls 10000_14.cls c0000_14.cls

Figura 4.4: Arborele aferent ierarhizarii imaginilor de caractere dupa partitii Si persoane.
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Fiecarui caracter segmentat din formulare Ti este atribuita o eticheta prin care se specic a
din ce clasa face parte. Aceasta eticheta reprezinta chiar codul ASCII al caracterului, in cazul
cifrelor avand valori intre 3Q16) si 3916. Etichetele cifrelor dintr-un gier .mis se a a memorate
intr-un sier .cls corespunzator. Acesta este un gsier text ce are pe prima linie num arul de
cifre care se a a atat in .mis cét si in .cls. Pe randurile urmatoare se a a céate o eticheta.

4.1.5 Programe utilitare ale NIST SD 19

Pe langa imaginile din baza de date mai exista si utilitare pentru comprimarea si decompri-
marea imaginilor. Deoarece aceste utilitare sunt scrise in C pentru UNIX, a fost necesara
modi carea lor pentru arhitectura x86. Intrucat num arul functiilor ce au trebuit adaptate este
de peste 0 suta si se a a in cateva zeci de siere (peste 300kB de surse C), portarea utili-
tarelor pe arhitectura 80x86 nu a fost deloc facila. Din multele utilitare ale NIST SD 19, am
modi cat utilitarul normmis care normalizeaza imaginile dintr-un sier .mis la dimensiunea de
32 32pixeli. Pentru a face aceasta normalizare -care era nedorita pentru modul Tn care
doream sa folosesc imaginile din .mis- normmis ntai decomprima sierul .mis. Am folosit
acest lucru si am modi cat programul astfel incat s a salveze imaginile in format .bmp, cate
un sier pentru ecare imagine din .mis. Am obtinut peste o suta de mii de siere .bmp,
ecare continand o imagine de 128 128pixeli. La salvarea ec arui sier .bmp am avut grija
ca numele sa contina toate datele de identi care a imaginii: formular, persoan a, eticheta.
Pentru crearea ulterioara a seturilor de antrenare si de test am scris un utilitar care pe baza
unui sier de con gurare alege doar anumite imagini din cele peste 100000 de bmp-uri.

4.2 MNIST

Baza de date MNIST (Modi ed NIST) [40] a fost creat a de Corinna Cortez si apoi modi cat a
de Yann LeCun prin centrarea imaginilor in centrul de masa.

Contine doua seturi de imagini etichetate, unul pentru antrenare alcatuit din 60000 de
imagini de cifre, si unul pentru testare alcatuit din 10000 de imagini. Asa cum 1i spune si
numele, este o0 modi care a NIST SD 19. Imaginile Tn format alb negru din NIST au fost redi-
mensionate la 20 20 pixeli cu pastrarea aspectului. In urma procesului de redimensionare,
imaginile sunt reprezentate n tonuri de gri. Imaginea de 20 20 pixeli este apoi pozitionata
intr-una de 28 28 pixeli, prin suprapunerea centrului de masa al primeia cu centrul imaginii
mari.

Baza de date MNIST contine imagini de cifre scrise de mana din NIST SD 3 si din NIST
SD 1. in urma multor experimente cu aceste baze de date, Yann LeCun a constatat ca SD 3
este mult mai usor de recunoscut decat SD 1 deoarece contine imagini scrise de personal de
la biroul de recensaméant al populatiei, iar SD1 contine imagini cu cifre scrise de elevi de liceu.
Deoarece a dorit ca rezultatele sistemului de clasi care sa nu e in uentate de persoanele
care au scris respectivele cifre, a hotarat sa creeze 0 noua baza de date prin amestecarea
datelor din SD 1 si SD 3. Pentru aceasta, a construit setul de antrenare folosind 30000 de
imagini din SD 1 si 30000 de imagini din SD 3. Pentru setul de test a folosit cate 5000 de
imagini atat din SD 1, cat si din SD 3. Setul de antrenare contine date de la aproximativ
500 de persoane, iar multimile de persoane ale caror imagini de cifre au fost folosite pentru
construirea seturilor de antrenare si de test au fost disjuncte.
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Intrucat In SD 1 imaginile cifrelor pentru ecare persoan a nu se a a la un loc, au fost
folosite informatiile din sierele "cls" (care contin date despre provenienfa ec arei imagini a
unei cifre) pentru rearanjarea cifrelor in functie de persoana care le-a scris. Detaliile proce-
durii pot urm arite n [40].

Baza de date este structurata in patru Siere:

train-images-idx3-ubyte: imaginile setului de antrenare,
train-labels-idx1-ubyte: etichetele setului de antrenare,
t10k-images-idx3-ubyte: imaginile setului de test,
t10k-labels-idx1-ubyte: etichetele setului de test.

Tn Anexa 7.3 este prezentat modul de codi care a informatiilor din siere.

4.3 LNIST - Liu-NIST

Aceste seturi de antrenare si de test au fost construite pentru a putea face o comparatie cat
mai echitabila Tntre metoda propusa n aceasta lucrare si metodele din [44]. Ele contin exact
aceleasi imagini ca seturile folosite Tn [44]. Setul de test este compus din 66214 cifre extrase
din 600 de formulare NIST: 0-399 si 2100-2299. Pentru extragerea acestor cifre am folosit
unele din utilitarele mentionate Tn Sectiunea 4.1. Dupa extragerea imaginilor comprimate din
sierele .mis, acestea au fost decomprimate si s-au obtinut imagini alb-negru cu dimensiu-
nea de 128 128 pixeli. Cifrele din aceste imagini au fost incadrate in dreptunghiul ce le
delimiteaza, rezultatul ind redimensionat cu p astrarea aspectului la 20 20 pixeli. Tn urma
redimensionarii, imaginile au fost transformate din imagini binare (0=1) in imagini cu tonuri de
gri (0 2595. Apoi s-a calculat centrul de masa al ec arei imagini si bitmap-ul de 20 20a
fost pozitionat intr-unul de 29 29 prin suprapunerea centrului de masa cu centrul imaginii
de 29 29 (Figura 4.5). Toate aceste prelucrari au fost efectuate cu un program C++ care
are ca rezultat nal dou a siere de tip .idx (a se vedea Anexa 7.3), unul continand cele 66214
imagini, iar celalalt etichetele corespunzatoare, etichete care au fost obtinute din sierele .cls
corespunzatoare sierelor .mis.

Setul de test a fost obtinut Tn acelasi mod, dar folosind imaginile cu cifre din 400 de
formulare: 500-699 si 2400-2599. Tn total sunt 45398 de imagini.

Niciuna din cele 111612 imagini nu a fost curatata sau Tmbunatatita Tn niciun fel.

Avantajul folosirii centrarii Tn centrul de masa fata de metoda dreptunghiului delimitator
rezida n sensibilitatea scazuta la zgomotele ce ar putea aparea in imagine. La metoda
dreptunghiului delimitator e su cient ca un singur pixel de zgomot s a se a e la distanf a de
imaginea cifrei pentu ca imaginea sa apara translatata puternic la intrarea clasi catorului.
Centrarea n centrul de masa atenueaza foarte mult acest efect al zgomotelor exterioare cifrei
propriu-zise, pastrand toate imaginile Tn aproximativ aceeasi pozitie a campului de intrare al
clasi catorului. Tn Figura 4.5 este evidentiat un caz de zgomot care translateaz a orizontal
imaginea Tn cazul utilizarii metodei dreptunghiului delimitator (imaginile din dreapta). Ultimul
rand de imagini arata mai clar efectul centrarii in centrul de masa, prin suprapunerea imagi-
nilor de pe coloanele corespunzatoare. Se observa ca in cazul centrarii in centrul de masa
imaginea obtinuta prin suprapunere arata mult mai putin distorsionata fata de imaginea ob-
tinuta prin suprapunerea imaginilor centrate folosind metoda dreptunghiului delimitator. Cel
mai bine este evidentiata diferenta pentru golul cifrei noua, gol care este mult diminuat n
cazul din dreapta. Daca ar existat si un exemplar al cifrei nou a cu zgomot in partea opusa
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Figura 4.5: Comparatie intre centrarea in centrul de masa (stédnga) si centrarea in drep-
tunghiul delimitator (dreapta). Punctul rosu reprezinta centrul de masa al imaginii. Pe ultimul
rand se a a suprapunerea celor doua imagini de pe coloana corespunzatoare.

-in dreapta-, iar la un set de antrenare format din zeci de mii de imagini aproape sigur exista
si astfel de exemplare, atunci golul cifrei noua pana la urmaar disp arut daca nu s-ar folosit
metoda centrarii in centrul de masa.

4.4 TDNS (Two-digit Numeral Strings)

Aceasta baza de date am creat-o pentru antrenarea unui clasi cator care s a recunoasca
siruri de doua cifre partial suprapuse. NIST SD 19 contine cAmpuri cu humere formate din
doua cifre, dar numarul lor este relativ redus deoarece exista numai 4170 de persoane Si
pentru ecare persoan a sunt cate 4 campuri de doua cifre. Dar extragerea acestor informatii
din formulare nu este facila deoarece trebuia implementat un program care sa detecteze si
sa extraga imaginile din formular. Programul a fost implementat deoarece am avut nevoie Si
de imaginile cu numere de trei sau mai multe cifre. Insa, multe din imagini cu doua cifre nu
contin cifre partial suprapuse, astfel ca numarul nal de imagini pentru antrenarea retelei ar
insu cient deoarece antrenarea necesit a o cantitate considerabila de date.

Considerand numerele formate din doua cifre, exista 100 de clase, de la 00 la 99. Pentru
ecare clas a sunt necesare cel putin cateva sute de exemplare pentru ca antrenarea sa
reuseasca. Colectarea manuala, urmata de procesare si etichetare a atat de multor date este
aproape imposibila, oricum, foarte indelungata si plictisitoare. In consecinta, sunt necesare
metode alternative. Am prezentat anterior mai multe baze de date care contin imagini cu
cifre etichetate. Metoda alternativa aleasa consta in conceperea unei metode de generare
automata a imaginilor cu doua cifre partial suprapuse. Pentru intrare am folosit imagini din
NIST SD 19 ([4]) si nu din MNIST, deoarece Tn MNIST imaginile au fost deja prelucrate n
diverse moduri si am dorit sa nu in uentez in niciun fel rezultatele procesului de recunoastere.
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NIST SD 19 contine noua partitii, de la hsfq la hsfg. Am folosit partitile hsfy  hsf3
care contin imagini de la 2100 de persoane. Din aceste date am generat automat atat setul
de antrenare, cat si cel de test. Tn NIST SD 19 se speci ¢ a a se folosi partitiile hsfq  hsf3
pentru antrenare, dar aceste speci catii sunt date in ideea procesului de recunoastere la nivel
de cifra, neaplicandu-se si pentru siruri de cifre. Un alt motiv pentru care nu am respectat
indrumarile din NIST este acela ca partitia hsf 4 care este mentionata a se folosi ca set de
test contine numai 500 de persoane, si am dorit sa creez seturi de test cat mai diverse si cat
mai mari. Tn consecinta, am utilizat imaginile primelor 1000 de persoane pentru antrenare, Si
imaginile urmatoarelor 1000 de persoane pentru test. Detaliile vor prezentate in sectiunile
dedicate setului de antrenare, respectiv celui de test.

4.4.1 Setul de antrenare

Acest set contine primele 1000 de persoane, exceptandu-le pe cele cu indicii: 48, 52, 741,
785, 802, 825 si 848. Nu s-au utilizat datele de la aceste persoane deoarece erau incomplete
in baza de date NIST SD 19. Lipsea unul din sierele cu imagini sau cel cu etichete, sau nu
existau cifre pentru unele clase. Rezultatul este format din 1000 de grupuri a zece imagini de
cifre. Rezolutia in NIST SD 19 este 128 128pixeli, si imaginile sunt codi cate alb-negru. Am
efectuat initial experimente direct cu aceste imagini fara a le corecta in vreun fel, dar erorile
au fost semni cative, indiferent de complexitatea retelei neuronale utilizate. Era evident c a
imaginile au probleme, astfel ca le-am studiat mai Th amanunt si am observat ca multe contin
pixeli disparati sau artefacte generate de preprocesarea NIST. (Figura 4.6)

Figura 4.6: Primul rand - exemple de artefacte Tn imagini 128 128 pixeli din NIST SD 19;
randul al doilea - imaginile rezultate Tn urma procesului de corectie semiautomata.

Acesti pixeli si artefacte nu afecteaza direct capacitatea de recunoastere a retelei neu-
ronale. Daca imaginile sunt utilizate pentru un clasi cator la nivel de cifr a, nu este necesara
nicio corectare a lor. Demonstratia acestui fapt este prezentata Tn Capitolul 5 la experimentele
efectuate cu cifre singulare. Aceste artefacte afecteaza negativ procesul de unire a cifrelor.
Problema majora rezida in calcularea pozitiei de suprapunere, cauzand generarea de ima-
gini nerealiste. Pentru a evita astfel de erori am hotarat sa elimin artefactele si pixelii eronati.
Am folosit o0 metoda partial automata prin scrierea unui program care detecteaza numarul
componentelor conexe din imagine. Daca acesta este mai mare decéat unu, imaginea este
prezentata operatorului uman si ecare component a conexa este marcata cu o alta culoare



28 4. BAZE DE DATE CU CIFRE $I SIRURI DE CIFRE

(Figura 4.9). Tn majoritatea cazurilor eliminarea tuturor componentelor exceptand-o pe cea
mai mare a fost su cient a pentru corectie. A existat un numar redus de cazuri de cifre cu linii
intrerupte. Solutia aleasa pentru corectarea lor a fost stergerea manuala a componentelor
care ar afectat procesul de suprapunere. Tntr-un num ar foarte redus au existat cazuri de
imagini foarte deformate rezultate Tn urma unui proces defectuos de extragere cand baza
de date NIST SD 19 a fost colectata si procesata. Aceste cazuri au fost corectate manual.
Cateva exemple pot observate n Figura 4.7.

Figura 4.7: Primul rand - imagini defectuos segmentate sau deformate din baza NIST SD 19;
randul al doilea - imagini rezultate in urma corectiei manuale.

Fiecare imagine de 128 128pixeli contine un caracter care poate avea dimensiuni foarte
diferite. A fost necesara o redimensionare pentru normalizarea cifrelor din setul de imagini.
S-a detectat dreptunghiul delimitator al cifrei si apoi continutul acestuia a fost scalat pro-
portional pana la dimensiunea de 20 20 pixeli (4.8). Rezultatul scalarii este o imagine cu
tonuri de gri afectata de aliasing. Am ales aceasta dimensiune deoarece este su cient de
mare pentru a reprezenta complet si in detaliu un caracter, si este mai mica decat marea ma-
joritatea a imaginilor din baza de date NIST. De asemenea, si baza de date MNIST foloseste
aceeasi dimensiune pentru redimensionare si am dorit 0 tratare unitara pentru toate experi-
mentele urmatoare.

Figura 4.8: Primul rand - imagini 128 128pixeli din NIST SD 19; randul al doilea - imagini 20
20 pixeli rezultate dupa taiere relativa la dreptunghiul delimitator, centrare si redimensionare.

Am pornit de la sierele cu imagini comprimate .mis si de la sierele cu etichete .cls
utilizate in NIST SD 19 si dupa ce am extras datele de care am avut nevoie, le-am salvat in
formatul .idx care are avantajul ca este un format necomprimat care poate utilizat in mod
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direct. De asemenea, poate contine tonuri de gri, ne ind limitat doar la alb sau negru. Acest
tip de siere e folosit si de Yann LeCun ([40]) si am dorit s a tratam unitar toate sierele cu
imagini si etichete. Tipul sierelor .idx este prezentat in Anexele 1 si 2.

Figura 4.9: Interfata programului de corectare semiautomata.

Dupa prelucrarile anterioare, rezultatul este un sier cu imaginile a 10000 de cifre prove-
nite de la 1000 de persoane diferite. Fiecare rand contine imagini de la o singura persoana.
Tn Figura 4.10 este aratat modul de codi care. Cu aceste zece cifre ale ec arei persoane
construim 200 de imagini cu perechi de cifre partial suprapuse. Imaginile cu indici pari contin
cifre suprapuse orizontal cu un pixel, iar cele cu indici impari contin cifre suprapuse orizontal
cu 3 pixeli. Am folosit suprapuneri orizontale doar pe 1 si 3 pixeli, deoarece mai putin de 1
inseamna doar atingere - caz usor rezolvat de un clasi cator la nivel de cifra care e aplicat pe
o fereastra ce se deplaseaza deasupra imaginii -, iar mai mult de trei (3 reprezentand 15%
intr-o imagine de 20 20 pixeli) e putin probabil sa Tntalnim intr-un text scris de mana. Cazul
suprapunerii pe o distanta de doi pixeli a fost evitat deoarece e prea asemanator cu celealte
doua si doar ar contribuit la m arirea inutila cu 50% a setului de antrenare si, implicit, a
timpului necesar antrenarii.

Tn directie verticala ambele imagini de cifre au fost deplasate aleator cu zero sau un pixel,
n sus sau n jos. TIn acest mod s-a dorit simularea scrierii nealiniate orizontal din scrisul de
mana. Pixelii obtinuti Tn urma suprapunerii au ca valoare a nivelului de gri minimul dintre
255 si suma celor doua nivele de gri ale pixelilor ce au fost suprapusi. Tnainte de procesul
de suprapunere partiala ecare imagine de 20 20 pixeli a fost centrata intr-o imagine de
28 28pixeli pentru a permite deplasarile orizontale si verticale. Imaginea rezultata Th urma
unirii a doua cifre are dimensiunea de 40 28 pixeli (Figura 4.11). Acestea sunt datele brute
care vor redimensionate ulterior pentru antrenarea si testarea retelelor neuronale. Am ales
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Figura 4.10: Cifrele a noua persoane dupa etapele de taiere dupa dreptunghiul delimitator,
centrare si redimensionare la 20 20 pixeli.

latimea de 40 de pixeli deoarece imaginile originale aveau 20 de pixeli, din acest motiv in
urma procesului de suprapunere partiala nu putea rezulta o imagine mai lata de 40 de pixeli.
Tnaltimea stabilita la 28 de pixeli permite deplasarea pe verticala a imaginilor cu patru pixeli,
atat in sus, céat si in jos. Setul de antrenare obtinut contine 200000 de imagini, cate 2000
pentru ecare din cele 100 de clase.

4.4.2 Setul de test

Acest set este compus din persoane incepand cu pozitia 1010 in partitile hsfg  hsf3. Din
motive similare cu cele de la setul de antrenare, formularele urmatoarelor persoane au fost
ignorate: 1102, 1107, 1110, 1209, 1432, 1571, 1572, 1723, 1725, 1726, 1727, 1756, 1767,
1965, 1969, 1974, 1984, 1990, 1992 si 1995. Am aplicat procesul semiautomat de inde-
partare a pixelilor care ar afectat nedorit procesul de unire a cifrelor. Pe aceste seturi am
imbunatatit doar aproximativ 10 imagini care au fost prea distorsionate pentru a interpretate
de un om. Nu am facut alte imbunatatiri ale calitatii imaginilor din acest set deoarece am dorit
sa se poata observa capacitatea de generalizare a retelei. Un alt motiv a fost acela ca s-a
dorit testarea retelei cu imagini cat mai apropiate de cele intalnite in realitate. Restul pasilor
de procesare sunt identici cu cei de la setul de antrenare:

taierea imaginii la limitele dreptunghiului delimitator al cifrei,
centrarea imaginii,

redimensionarea la 20 20 pixeli,

deplasari orizontala si verticala,

unirea a doua imagini intr-una de 40 28 pixeli.

4.5 Seturile de test 3DNS, 6DNS si 10DNS

Intrucat lucrarea de fata trateaza subiectul recunoasterii sirurilor de cifre scrise de mana, sunt
necesare seturi de test cu astfel de siruri. in literatura se folosesc sirurile din NIST SD 19 [4]
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Figura 4.11: Procesul de suprapunere partiala: primul rand - imaginile originale; randul al
doilea - imagini deplasate pe verticala; al treilea rand - imaginea nal a dupa deplasarea pe
orizontala cu 13 pixeli (distanta minima dintre imagini) + 3 (distanta de suprapunere) pixeli.

si din CEDAR [22]. Deoarece am avut la dispozitie doar NIST SD 19, testele au fost efectuate
pe aceasta baza de date.

NIST SD 19 contine gata extrase cifrele si literele din cele cateva mii de formulare. Nu
contine, insa, sirurile de cifre, astfel ca a trebuit scris un program care sa le extraga din
imaginile cu formulare (Figura 4.2).

Cu metoda descrisa in sectiunea urmatoare am extras campurile de 3, 6 si 10 cifre din
formularele 1800-2099. Din cele 300 de pagini cu formulare, autorii din [44] au eliminat patru
pagini cu imagini foarte sterse: 1965, 1977, 2027 si 2067. Au fost eliminate si in cadrul
acestor experimente, ramanand 296 de imagini de formulare.

4.5.1 Metoda de extragere a campurilor din formulare

Studiind formularele de tip HSF (un exemplu este dat in Figura 4.2), se observa ca sunt al-
catuite din cAmpuri dreptunghiulare in care persoana care le completeaza trebuie sa scrie
informatia tiparita deasupra cadmpului respectiv. Se cunoaste ca toate formularele arata apro-
ximativ la fel: au acelasi numar de campuri de aceeasi dimensiune, pozitionate in aceleasi
locuri. Difera numai continutul campurilor, iar informatia cu cifrele sau literele ce ar trebui
sa se regaseasca in acele campuri se a a in sierul cu referinte corespunz ator formularu-
lui. Cunoscéand aceste detalii, extragerea imaginilor cu sirurile de cifre pare initial o operatie
destul de simpla. Doar ca formularele au fost intai tiparite, apoi completate mai mult sau
mai putin corect si apoi scanate. In urma acestor prelucrari dreptunghiurile nu se mai a a
n aceleasi pozitii; linille au grosimi diferite si pot Tintrerupte; distantele dintre campuri nu
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mai sunt egale intre ele; toata imaginea poate rotit a cu un unghi de cateva grade fata de
orizontala, mai mult, acest unghi poate varia in interiorul documentului; scrisul poate depasi
dreptunghiurile ce delimiteaza campurile.

Deoarece campurile din formulare sunt dispuse pe randuri, iar dreptunghiurile aferente
sunt aliniate, avand aceeasi Tnaltime, un mod de a incepe extragerea informatiei ar putea
reprezentat de detectarea acestor linii cvasiorizontale. Tn formular exist a 20 de astfel de
linii (Figura 4.2), delimitdnd 10 randuri cu informatie. Doar randurile 1, 2, 3, 4, 5 si 6 contin
siruri de cifre, restul neprezentand interes. Un mod simplu de a detecta liniile dintr-o imagine
este cu ajutorul histogramelor. Dezavantajul acestora este acela ca functioneaza doar pentru
un unghi care trebuie cunoscut a priori. Deoarece imaginile pot rotite cu orice unghi -in
urma experimentelor am constatat ca unghiul de rotire al formularelor este de maxim 1.5 -,
aceasta metoda nu poate aplicat a. Desi unghiul pare mic, luand in considerare ca o linie are
lungimea de aproximativ 2000 de pixeli, 1:5 Tnseamna o abatere pe verticala de aproximativ
2000 tan1:5 52 de pixeli. Cum grosimea liniei scanate la 300dpi este de aproximativ
8-10 pixeli, devine evident de ce metoda histogramelor orizontale nu functioneaza. Solutia ar
reprezenta-o mai multe histograme cvasiorizontale cu abaterea fata de orizontala de maxim
1.5 , insa exista o alta metoda -transformata Hough- care rezolva aceste probleme. In
sectiunea 3.1.3 au fost prezentate aspecte teoretice generale referitoare la aceasta transfor-
mata.

Avand n vedere ca sunt foarte multe formulare de prelucrat, ecare avand dimensiunile
de 3300 2560pixeli, si ca transformata Hough este foarte mare consumatoare de resurse
de calcul, aplicarea ei pare a neoportun a. Se stie ca transformata Hough va lua ecare din
cei 8448000 de pixeli ai imaginii si va testa sa vada daca se a a pe una din foarte multele
drepte posibile. Tn mod normal parametrii transformatei Hough (a se vedea Sectiunea 3.1.3)
ar lua urmatoarele valori: 2 [ 90 ;+90 ), iarr 2 [ 330Q +4177]. Daca am alege pasii
de discretizare dr = 1pixel sid = 0:2 (e necesar un astfel de pas mic pentru deoarece
liniile orizontale ale documentului sunt foarte lungi -de aproximativ 2000 de pixeli- si un pas
mai mare ar conduce la abateri prea mari care ar implica esecul detectarii liniilor din imagine),
observam ca trebuie sa veri c am apartenenta ec aruia din cele 8448000 de puncte la ecare

din cele SX0TINPXEL 480 41 = 6736777 drepte. Ajungem la 8448000 901 =

761164800@plicari ale Formulei 3.7 pentru un singur formular, mult prea mult chiar si pentru
procesoarele actuale.

Evident, sunt necesare imbunatatiri ale algoritmului. Pasul de discretizare dr nu poate
marit deoarece am incepe sa detectam puncte din grosimea liniilor, ceea ce ar duce la alte
complicatii. Mai raméan doi parametri, intervalele de valori pentru r si pentru . Am putea
cauta linii orizontale numai Tn anumite zone ale documentului, dar o matrice de acumulare cu
indici ce variaza necontinuu iarasi complica mult algoritmul. Pe langa acest motiv, e destul
de "periculos” sa alegem doar anumite benzi orizontale din imagine, deoarece imaginile pot
translatate pe verticala destul de mult, chiar si cu cateva sute de pixeli. Ramane parametrul ,
care, din fericire, poate limitat la intervalul [ 1:5 ;+1:5 ), deoarece cunoastem ca imaginile
formularelor nu pot rotite mai mult de atat. Aceast a limitare a domeniului de valori pentru
mareste viteza algoritmului de 1223:% 56 ori, aducand timpul de procesare la nivelul a
cateva secunde pentru un formular (folosind un singur r de executie).

O optimizare a fost adusa si parametrului r, prin limitarea variatiei sale. Analizand Figura
4.12 se poate observa ca pentru variatiide 1:5 ale lui putem limita variatia lui r doar la
domeniul pozitiv daca nu mai consideram posibilele drepte ce ar trece numai prin puncte ale
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Figura 4.12: Limitarea variatiei parametrului r.

zonei hasurate din Figura 4.12. Cum informatiile din formulare se a a cu céateva sute de pixeli
mai jos, nu afectam deloc corectitudinea algoritmului. In schimb, va creste viteza de rulare si
codul va putin mai simplu din cauz a ca nu mai exista si zone negative pentru indici.

Algoritmul 1 prezinta modul de obtinere a matricei de acumulare. Fiecare element al
matricei are ca valoare numarul de pixeli negri ai imaginii prin care trece respectiva linie.
Folosind informatiile prezentate anterior se poate calcula dimensiunea matricei de acumulare:
4177 16 = 66832 Foarte multe din valorile matricei sunt nenule, astfel ca trebuie sa
gasim o metoda prin care sa selectam doar acele elemente care corespund liniilor cautate.
O metoda simpla este aceea de a aplica un ltru care s a decida daca ecare valoare a
matricei reprezinta o dreapta utila sau nu. Aratam mai sus ca abaterea maxima pentru o
linie de 2000 de pixeli la o Inclinatie de 1.5 este de 52 pixeli. Putem aplica o fereastra de
forma unui patrat cu latura de 52 2 + 1 = 105 pixeli centrata in ecare pixel al matricei
de acumulare. Daca in aceasta fereastra exista cel putin o valoare mai mare decét cea
din centrul ferestrei, valoarea elementului central este setata pe 0. Desi e 0 metoda foarte
primitiva, este e cient a i este su cient de rapid a pentru a nu necesita implementarea unor
algoritmi mai complicati. Timpul necesar procesarii intregii matrici este de aproximativ o
secunda. Pe langa procesarea decrisa am mai adaugat conditia ca ecare linie s a contina cel
putin 800 de pixeli. Acest prag a fost obtinut studiind suma lungimilor segmentelor coliniare
din formulare.

Rezultatul operatiilor de pana acum este reprezentat de cateva zeci de linii candidate.
Analizandu-le am constatat ca pe langa liniile ce se doreau a detectate ap areau si cateva
linii "fantoma”. Acestea erau detectate in textul tiparit al paragrafului din Constitutie. Deoarece
fontul de acolo era foarte gros si adunat, intr-adevar existau cateva linii care se puteau forma
cu pixeli din caracterele tiparite. De obicei se detecta o linie pentru ecare rand al paragra-
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Input : Imagine
Output : matricea de acumulare H
initializeaza toate elementele dinH cu 0
foreach 0 vy < Tnalfimelmagine do
foreach 0 x < Latimelmagine do
if Imagine[y; x] 6 0 then
foreach 0 t<t nax do
=(0:2t 1:5)=180
r=xsin + ycos
if 0 r< 4177then
| incrementeaza H[t;r]
end
end

end
end

end
Algorithm 1 : Transformata Hough.

fului. Transformata Hough doar numara punctele care se a a pe o linie, nu veric a con-
tinuitatea ei, neavand nicio informatie referitoare la distributia punctelor pe dreapta. Din
acest motiv gradul de fragmentare al liniilor detectate in paragraful Constitutiei nu reprezinta
un impediment in detectarea lor. Se impune, Tnsa, eliminarea acestor linii false din prisma
scopului metodei de extragere a imaginilor cu siruri de cifre. Pentru aceasta este su cients a
masuram gradul de fragmentare al liniilor si sa le eliminam pe cele care depasesc un anumit
prag maxim admis.

Gradul de fragmentare al unei linii poate m asurat calculand numarul de discontinuitati al
respectivei linii, folosind Algoritmul 2. Algoritmul reface linia, prin cautarea in spatiul imaginii
originale a pixelilor de pe dreapta cu parametrii r si  Tn spatiul Hough. Sunt numarate
trecerile 0! 1sil! O, adica trecerile de la pixeli albi la negri si invers. Acest numar e apoi
impartit cu 2 pentru a obtine numarul de discontinuitafi.

Input : Imagine, dreapta (r; )
Output : numarul de discontinuitati ale dreptei curente

treceri=0
foreach 0 X < Latimelmagine-1 do
yi=r X Sin 155
C0S g5
s R
if Imagine [y1;X] 6 Imagine [y,; x + 1] then
| incrementeaza treceri
end
end

return ecer

Algorithm 2 : Determinarea numarului de discontinuitati ale unei drepte.
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Dupa experimentarea algoritmului pe cateva formulare am ajuns la un numar maxim ad-
misibil de Tntreruperi egal cu 60 pentru liniile candidate la a delimita campuri ale formularului.
Toate liniile cu mai mult de 60 de discontinuitati sunt ignorate, ele aparand in paragraful tiparit
al Constitutiei. Tn acest moment numarul de linii inca este mai mare decat numarul de linii ori-
zontale care delimiteaza randurile cu cdmpurile formularului. Liniile detectate sunt mai multe
deoarece unele dintre ele sunt multiplu detectate, adica exista cateva linii cu exact acelasi
numar de puncte si cu parametri foarte apropiati. De obicei difera numai prin parametrul r,
existand linii multiplicate de 2-5 ori. Dintre aceste linii ne este su cient a una singura. Folosind
Algoritmul 3 pastram doar liniile care delimiteaza randuri cu campuri din formular. Daca exista
mai multe linii consecutive detectate, atunci o pastram pe prima, daca suntem la inceputul
unui rand, respectiv doar pe ultima, daca suntem la sfarsitul unui rand. Fiecare linie contine
informatii despre r, si numarul de puncte. Varibila start are valoarea true daca se cauta o
linie pentru Tnceputul unui rand, si false daca se cauta o linie pentru sfarsitul unui rand.

Input: L[], vector cu liniile detectate
Output : D[], vector cu liniile pastrate
start =true //inceput de rand
foreach linie L[i] din L[] do
a alistadeliniiL[i + j] cu proprietatea ca jL[i]:r L[i+j]rj 10
if j=0 then
| adauga L[i]la D[] /nu exista linii alaturate
end
else
if start then
| adaugam L[i + j]la D[] //o copiem pe ultima
end
else
| adaugam L[i] la D[] //o copiem pe prima
end
end
start = not(start) //schimbam starea

end

Algorithm 3 : Selectarea liniilor ce delimiteaza randuri cu cAmpuri din formular.

in D[] vom avea 20 de linii care delimiteaza cele 10 randuri de campuri. Intrucat ne
intereseaza numai campurile numerice, pastram doar liniile cu indici de la 2 la 13, linii care
ar trebui sa delimiteze cele cinci randuri de caAmpuri numerice.

Fiecare pereche de linii din cele 10 linii ramase, este trimisa unui modul de extragere a
imaginilor campurilor numerice. Se veri ¢ a daca numarul de puncte de pe cele doua linii nu
difera cu mai mult de 200 de puncte sidaca jjr; rpj 90j > 20, deoarece inalfimea medie
a unui rand este de 90 de pixeli. Daca vreunul din aceste teste nu este trecut, procesarea
continua cu urmatoarea pereche de linii. Urmeaza delimitarea campurilor pe orizontala. Pen-
tru aceasta se reformeaza cele doua linii Tn spatiul imagine si apoi se suprapun. Avem o
singura linie care ar trebui sa prezinte discontinuitafi in spatiile dintre cAmpuri. Campurile din
formulare sunt separate pe orizontala de cel putin 55 de pixeli albi. Din acest motiv am ales
ca prag 40 de pixeli pentru discontinuitatea maxima permisa. Linia anterioara este segmen-
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tata in ecare pozitie unde Tncepe o discontinuitate mai mare de 40 de pixeli. Bineinteles,
se trateaza si cazurile particulare de Tnceput si de sfarsit de linie. Primul rand cu campuri
numerice contine 3 campuri, iar urmatoarele 5 contin cate 5 campuri. Numarul de cam-
puri detectate este comparat cu aceste constante pentru a se detecta eventuale erori de
segmentare. Daca valorile se potrivesc, atunci se apeleaza un alt modul care extrage din
formular imaginea rectangulara cu dimensiunile si pozitia detectate anterior. Se construieste
si un nume sugestiv pentru imaginea campului, de forma fxxxx_yy_ d zz_eticheta.bmp, unde
zz reprezinta numarul campului, iar eticheta - eticheta respectivului cAmp. Eticheta este citita
din sierul cu etichete, aferent ec arui formular. Imaginea inca este in forma bruta, continand
n unele cazuri parti din dreptunghiul ce delimita cAmpul. Primul rédnd din Figura 4.13 prezinta
cateva astfel de imagini inainte de procesul de curatare.

Figura 4.13: Imagini obtinute in urma procesului de extragere a campurilor din formulare.
Primul r&nd - imagini brute, al doilea rand - imagini dupa faza de curatare automata, randul
al treilea - imagini dupa faza de curatare manuala.

Grosimea liniilor care formeaza dreptunghiurile de delimitare a campurilor este de apro-
ximativ 10 pixeli. Am luat o marja de 50% si am considerat un dreptunghi interior imaginii,
departat la 15 pixeli de extremitati. Ideea consta in stergerea conditionata a pixelilor din acest
cadru dreptunghiular. Se ia ecare pixel din aceast a cadru. Daca este negru, atunci se cauta
componenta conexa din care face parte. Daca aceasta componenta conexa nu contine pixeli
din afara cadrului dreptunghiular, atunci pixelul Tmpreuna cu toata componenta conexa pot
stersi. Determinarea componentei conexe se face in mod uzual prin cautare Tn opt directii,
dar conditionat de a nu se depasi zona cadrului dreptunghiular. Aceasta metoda simpla re-
zolva peste 80% din cazurile de imagini brute cu resturi ale dreptunghiurilor ce delimiteaza
campurile (Figura 4.13, randul din mijloc). Restul de imagini sunt curatate manual deoarece
textul din interior atinge sau suprascrie dreptunghiul delimitator (Figura 4.13, ultimul rand).

452 Setul de test 3DNS

Setul de test 3DNS este folosit pentru a efectua o comparatie exacta Intre metoda propusa in
aceasta lucrare si cele prezentate in [44]. Din acest motiv am extras exact acealesi imagini
ca in [44]. Formularele contin cate 5 campuri de trei cifre, in total existand 296 5 = 1480
imagini de numere formate din trei cifre. Tn [44] se a rm a ca au fost eliminate patru imagini
care nu corespundeau etichetelor, dar nu se speci c a care sunt aceste imagini. Analizand
vizual imaginile detectate eronat de clasi cator am identi cat patru imagini care, intr-adevar,

nu corespundeau cu etichetele lor (Figura 4.14). Imaginile gresit scrise sunt: formularul 1902
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- campul 7, formularul 2035 - campul 28, formularul 2056 - campul 11, formularul 2076 -
campul 11. Deci, la nal, setul de test 3DNS contine 1476 de imagini cu numere de trei cifre.
Toate aceste imagini au fost taiate la dimensiunea dreptungiului delimitator.

Figura 4.14: Imaginile cu numere de trei cifre care au fost scrise eronat de subiectii din NIST
SD 19.

45.3 Setul de test 6DNS

Si setul de test 6DNS este folosit pentru a compara metoda propusa cu cele din [44], astfel ca
[-am compus din aceleasi imagini. Mai exact, din cele 296 de formulare (1800-2099, minus
cele patru scrise foarte sters) am extras toate campurile de 6 cifre. Fiind cate cinci cAmpuri
de sase cifre pe formular am obtinut 1480 de imagini de numere a sase cifre. Ca in [44], am
eliminat imaginile ce nu contineau textul scris deasupra cadmpului. Am identi cat opt exem-
ple clare de astfel de erori, al noualea -randul doi, coloana trei- a fost ales deoarece autorii
din [44] arm a ca exista noua astfel de imagini eronate (Figura 4.15). Am ales cea mai de-
fectuos scrisa imagine, deoarece in [44] nu se speci ¢ a indicii imaginilor. Intrucat detectarea
acestor imagini este laborioasa si plictisitoare, pentru referinte urmatoare, voi mentiona indicii
imaginilor eronate: formularul 1910 campul 26, formularul 1913 campul 26, formularul 1937
campul 18, formularul 2003 campul 22, formularul 2035 campul 22, formularul 2043 campul
14, formularul 2070 campul 18, formularul 2080 campul 22 si formularul 2094 campul 18.

Figura 4.15: Imagini cu numere de sase cifre, eronat scrise de subiectii NIST SD 19.

La nal setul de test 6DNS este compus din 1471 de imagini cu numere formate din sase
cifre. Toate imaginile au fost taiate la dimensiunea dreptunghiului delimitator.
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Figura 4.16: Imagini cu numere de zece cifre, eronat scrise de subiectii NIST SD 19 (toate ar
trebui sa contina sirul 0123456789).

454 Setul de test 10DNS

Din cele 296 de formulare am extras 296 3 = 888 de imagini cu numere formate din 10
cifre, ecare formular contindnd trei campuri a zece cifre. Din cele 888 de imagini, zece nu
corespund cu informatia scrisa deasupra respectivului camp si au fost eliminate (Figura 4.16).
Imaginile eronate au urmatorii indici: formularul 1858 campul 4, formularul 1896 campul 4,
formularul 1909 campul 3, formularul 1957 campul 4, formularul 1975 campul 4, formularul
2021 campul 3, formularul 2023 campul 3, formularul 2038 campul 3, formularul 2039 campul
3 si formularul 2049 campul 5.

Dupa excluderea imaginilor eronate au ramas 878 de imagini Tn setul de test 10DNS. La
fel ca pentru seturile 3DNS si 6DNS, imaginile au fost taiate la dimensiunea dreptunghiului
delimitator.

4.6 Concluzii

Acest capitol a avut drept scop crearea de seturi de imagini pentru antrenarea si testarea
clasi catorilor. De asemenea, au fost prezentate bazele de date NIST SD 19 si MNIST.

Pentru antrenarea clasi catorului la nivel de cifr a au fost create seturile din LNIST (66214
imagini pentru setul de antrenare si 45398 de imagini pentru setul de test) prin extragerea de
imagini din NIST SD 19. Acestea sunt construite identic cu cele folosite de autorii din [44, 45]
pentru a permite 0 comparatie cat mai riguroasa a rezultatelor.

Pentru antrenarea clasi catorului la nivel de dou a cifre partial suprapuse (2RNC) au fost
create seturile de antrenare si de test TDNS. Din NIST SD 19 au fost extrase 20000 de
imagini de cifre (10000 pentru antrenare si 10000 pentru test) din care s-au creat cate 200000
de imagini cu perechi de cifre partial suprapuse atat pentru setul de antrenare, céat si pentru
setul de test. Pentru formarea imaginilor cu perechi de cifre partial suprapuse a fost dezvoltat
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un algoritm care uneste cifrele in functie de morfologia acestora.

Daca imaginile setului LNIST au fost extrase pentru a folosite de c atre clasi catorul
la nivel de cifra, pentru cazul general, cel al sirurilor numerice formate din mai multe cifre,
au fost construite seturile de test 3DNS, 6DNS si 10DNS. Si in construirea acestor seturi
s-a urmarit obtinerea unor seturi cat mai apropiate de cele folosite de alfi cercetatori pentru
evaluarea performantelor metodelor de recunoastere. Cele trei seturi sunt identice cu cele
folosite Tn domeniu, in limita informatiilor furnizate de autorii care le-au utilizat anterior. Exista
posibilitatea ca una, maxim doua imagini din cele aproape 1500 sa e diferite.

Pentru extragerea din NIST SD 19 a imaginilor necesare construirii seturilor 3DNS, 6DNS
si 10DNS a fost elaborat un algoritm care foloseste o varianta a transformatei Hough pentru
detectarea liniilor din formularele NIST. Dupa detectia acestor linii, sunt detectate dreptun-
ghiurile ce Tncadreaza campurile dorite. Apoi are loc extragerea propriu-zisa a imaginilor si
se aplica un algoritm de Tnlaturare automata a posibilelor parti din dreptunghiul delimitator
care au fost extrase Tn acelasi timp cu imaginile sirurilor numerice. La nal a fost aplicat
un proces de inspectare si curatare manuala a imaginilor. Algoritmul de extragere automata
a imaginilor din campurile formularelor a diminuat considerabil timpul necesar construirii pe
cale manuala a celor trei seturi de test. De asemenea, algoritmul este destul de general,
putdnd adaptat facil pentru alte tipuri de formulare.



Capitolul 5

Experimente

Tn acest capitol vor evaluate performantele retelelor neuronale de tip perceptron si de con-
volutie prezentate in Capitolul 3. Intai, retelele vor antrenare si apoi vor evaluate folosind
seturile de date din Capitolul 4. Se va incepe cu evaluarea retelelor pentru recunoasterea
cifrelor individuale, iar apoi se vor antrena retele pentru recunoasterea de numere formate
din doua cifre partial suprapuse. Dupa ce ambii clasi catori - pentru cifre singulare si pentru
numere formate din doua cifre partial suprapuse - vor antrenati si testati, se va implementa
0 metoda pentru recunoasterea numerelor formate din 3 sau mai multe cifre. Aceasta metoda
va testat a cu seturile 3DNS, 6DNS si 10DNS construite Th Sectiunile 4.5.2, 4.5.3 si 4.6.

Retelele neuronale si toate programele aditionale pentru procesarea imaginilor au fost
implementate in C++. Am folosit si cod open source [3] pe care I-am modi cat pentru a
putea folosit la experimentele pe care le-am efectuat. Pentru toti neuronii retelei am folosit
ca functie de activare tangenta hiperbolica % Am obtinut o crestere semni cativa a
vitezei de antrenare prin paralelizarea algoritmului pentru a folosi suportul nativ existent in
procesoarele multinucleu existente. Am testat algoritmii pe procesoare cu doua Si cu patru
nuclee.

5.1 Experimente cu cifre individuale

Aceste experimente au o dubla motivatie. Prima este data de evaluarea corectitudinii im-
plementarii algoritmilor prin compararea rezultatelor cu cele existente deja, iar a doua de
obtinerea unui clasi cator de calitate (care are rat a mare de recunoagtere) la nivel de cifre
singulare. Acest clasi cator va utilizat apoi Tn sistemul de recunoastere (a se vedea Figura
5.4) care recunoaste siruri de una, doua sau mai multe cifre distincte sau partial suprapuse.
Ca seturi de antrenare au fost folosite seturile MNIST si LNIST. La prima vedere, poate
parea inutila folosirea a doua seturi de antrenare. Scopul acestei lucrari este de a propune
0 noua metoda de recunoastere a sirurilor scrise de mana. Ca orice metoda noua, trebuie
validata prin efectuarea de experimente ale caror rezultate trebuie comparate cu cele exis-
tente deja in literatura de specialitate. Aratam in introducere ca articolul [44] prezinta cele mai
bune rezultate obtinute pana in acest moment. Autorii din [44] folosesc ca set de antrenare
pentru clasi catorul la nivel de cifr a setul LNIST, astfel ca pentru o comparatie corecta a
metodelor am antrenat si clasi catorul din metoda proprie cu acest set. in plus, setul LNIST
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are proprietatea ca este disjunct cu seturile de test 3DNS, 6DNS si 10DNS. Setul MNIST a
fost folosit pentru a veri ca corectitudinea implement arii algoritmilor de antrenare a retelelor
neuronale prin compararea rezultatelor cu cele din [40]. Din pacate, setul de antrenare din
MNIST contine imagini cu cifre din toate partitiile hsf_{0-4}, deci nu este disjunct cu seturile
de test 3DNS, 6DNS si 10DNS. Din acest motiv nu poate folosit la experimentele ce implic a
seturile 3DNS, 6DNS si 10DNS.

5.1.1 Retele neuronale de tip perceptron

Tntrucat perceptronul fara straturi ascunse nu poate folosit la clasi carea elementelor mul-
timilor in clase neliniar separabile, am folosit perceptronul cu un strat ascuns. Am variat
numarul de neuroni de pe stratul ascuns intre 60 si 220 (Tabelul 5.1). Antrenarea a fost
efectuata cu setul de antrenare LNIST (Sectiunea 4.3), iar testarea cu cu cele 10000 de
imagini din setul de test MNIST (Sectiunea 4.2). Puteam folosi si setul de test LNIST, dar,
dupa cum se va vedea in sectiunea urmatoare, rezultatele sunt foarte asemanatoare. Nu am
marit numarul de neuroni de pe stratul ascuns mai mult de 220 pentru ca timpul ajunsese la
aproximativ 600 de secunde pentru o epoca, iar eroarea nu scadea decét foarte incet.

Tabelul 5.1: Rezultate obtinute cu perceptronul cu un strat ascuns.

# neuroni pe eroarea pe eroarea pe

stratul ascuns | setul de antrenare LNIST(%) setul de test MNIST(%)
60 2.08 4.83
80 1.59 4.02
100 1.39 3.68
120 131 3.54
140 1.40 3.58
160 1.26 3.70
180 1.32 4.11
200 1.23 3.63
220 1.26 3.46

Toate retelele au fost antrenate fara activarea distorsiunilor pe setul de antrenare. Am
variat rata de Tnvatare, , de la 0.0001 pana la 0.000005, inmultind-o la ecare epoc a cu
factorul 0.85. Dupa atingerea valorii minime de 0.000005, a ramas constant. Cand numarul
de imagini eronat clasi cate din setul de antrenare s-a stabilizat, am oprit antrenarea.

Pentru a veri ca dac a aplicarea distorsiunilor ar in uenta mult rata de recunoagstere pentru
setul de test, am antrenat cea mai mare retea -cea cu 220 de neuroni pe stratul ascuns- si
cu activarea distorsiunilor pe setul de antrenare. Eroare a scazut pana la 2.88%, dar aceasta
eroare este prea mare fata de cele mai bune rezultate raportate in [40]. in plus, a crescut
timpul de antrenare cu aproximativ 100 de secunde pe epoca.

5.1.2 Retele neuronale cu extractori de tr asaturi

Cum perceptronul nu a oferit rate de recunoastere su cient de bune, am trecut la experi-
mentarea unor retele de convolutie despre care exista date [64, 40] ca ofera rate de recu-
noastere mult mai bune. Detalii despre arhitectura retelelor de convolutie se a a in Capitolul
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3. Am variat cei trei parametri ai retelei in jurul valorilor despre care Simard scria in [64] ca
au oferit cea mai buna rata de recunoastere. Am refacut si experimentul lui Simard pe setul
MNIST si am obtinut eroarea minima pentru setul de test de 0.66%. Simard obtinuse 0.4%
ceea ce este foarte apropiat de 0.66%. Daca refeaua ar fost | asata sa se antreneze mai
mult, probabil ajungeam la eroarea lui Simard. Insa, scopul era doar veri carea corectitudinii
algoritmilor de invatare, nu obtinerea unui minim cat mai mic, deoarece, oricum, nu puteam
folosi reteaua antrenata cu setul MNIST, acesta ne ind disjunct cu seturile de test multicifr a
ce urmau a folosite la clasi catorul general.

Am antrenat retelele cu setul de antrenare LNIST, iar rezultatele se a a in Tabelul 5.2.
Am testat ecare retea si cu setul de test din MNIST pentru a vedea dac a rezultatele sunt
asemanatoare cu cele obtinute pe setul de test LNIST. Rezultatele testarii MNIST sunt putin
mai bune -cu maxim 0.22%-, ceea ce se explica prin faptul ca setul de test MNIST are imagini
si din setul de antrenare LNIST. Cel mai bun rezultat este obtinut cu o retea cu 6 harti de
convolutie pe stratul L 1, 50 de harti de convolutie pe stratul L, si 60 de neuroni pe stratul L 3.

De aceasta data am urmat recomandarile lui Simard [64] si am antrenat retelele aplicand
distorsiuni asupra setului de antrenare. Valorile maxime ale acestora sunt: 15% pentru fac-
torul de scara, 15% pentru factorul de rotatie, 8 pentru  pentru distorsiuni elastice, si 0.5
pentru factorul de scara pentru distorsiuni elastice. Distorsiunile au fost aplicate ec arei
imagini Tnainte de a trimis a modulului de antrenare. Rata de invatare, , a pornit de la
0.0001 si am scazut-o la ecare epoc a inmultind-o cu factorul 0.85. Cand numarul de imagini
eronat clasi cate din setul de antrenare s-a stabilizat, am dezactivat distorsiunile setului de
antrenare si am mai antrenat reteaua inca 10 epoci cu =0.000005. Acest pas nal a sc azut
mult eroarea pe setul de antrenare deoarece acesta nu a mai fost distorsionat, dar a scazut-o
putin si pe setul de test deoarece a atenuat efectul distorsiunilor care erau prea mari. Alegand
o valoare atat de mica pentru , nu a existat pericolul ca reteaua sa-si piarda capacitatea de
generalizare.

Tabelul 5.2: Rezultate obtinute cu retele neuronale cu harti de convolutie.

L, L, Ls eroare eroare eroare
(harti) (harti) (neuroni) | antrenare LNIST (%) test LNIST (%) test MNIST (%)
4 20 40 1.37 1.21 1.04
4 40 80 1.18 111 0.89
6 50 60 0.63 0.88 0.72
6 50 100 0.80 0.86 0.70
6 60 80 0.54 0.99 0.77
8 60 100 0.92 0.89 0.80
8 60 120 0.96 0.98 0.74

Timpul maxim pentru 0 epoca de antrenare a fost de 620 de secunde, iar cel minim
de 210 secunde. Acesti timpi au fost obtinuti pe procesoare Core2 Duo la 2.4Ghz. Folosind
procesoare Core2 Quad similare ca frecventa, dar cu 4 nuclee, timpii de antrenare s-au redus
la 60-70%. Reteaua neuronala ce a oferit cea mai buna rata de recunoastere va folosit a
drept clasi cator la nivel de cifr a Tn sistemul de clasi care general (Figura 5.4).
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5.2 Experimente cu siruri compuse din dou a cifre partial
suprapuse

In aceasta sectiune vor prezentate rezultatele antren arii unui clasi cator pentru siruri de
doua cifre partial suprapuse. Acest clasi cator va utilizat apoi Tn sistemul de recunoastere
(a se vedea Figura 5.4) care recunoaste siruri de una, doua sau mai multe cifre distincte sau
partial suprapuse.

Toate experimentele au fost efectuate pe imaginile din TDNS micsorate de la dimensiunea
originala de 40 28pixelila21 13 pixeli. Utilizarea imaginilor de aceste dimensiuni pentru
imaginile de intrare a permis antrenarea retelelor intr-un timp rezonabil, de maxim 24 de ore
pe un calculator cu procesor cu doua nuclee ruland la 2.4GHz. Imaginile sunt mici, iar multe
dintre ele sunt di cil de recunoscut chiar de om. Cateva exemple de imagini provenite de la
doua persoane diferite sunt prezentate in Figura 5.1. Dimensiunile exacte ale imaginilor din
seturile de antrenare si de test au fost determinate de constrangerile impuse la proiectarea
retelei de convolutie. Redimensionarea de la 40 28 pixelila 21 13 pixeli a fost efectuata
cu pastrarea aspectului imaginilor. Timpul necesar antrenarii unei retele a variat intre o ora
pentru cea mai simpla retea (numar redus de ponderi) si cateva zile pentru retelele complexe
care aveau un numar mare de ponderi. Am folosit 15 calculatoare cu procesoare cu doua
nuclee pentru mai mult de o saptamana pentru a antrena retelele. Au existat cateva cazuri de
retele pentru care antrenarea a trebuit reluata deoarece s-a impotmolit intr-un minim local.

Figura 5.1: Exemple de imagini din sierul de antrenare.

5.2.1 Retele neuronale de tip perceptron

Acest tip de retea neuronala foarte generala a fost ales pentru a stabili o baza de comparatie
pentru arhitecturile specializate prezentate in sectiunile urmatoare. Tipul de perceptron ales
este unul cu trei straturi, din care unul este ascuns, celelalte doua reprezentand straturile
de intrare, respectiv de iesire. Am variat doar numarul de neuroni din stratul intermediar,
parametrii celorlaltor straturi ind impusi de dimensiunile imaginilor, respectiv de num arul de
clase. Rezultatele din Tabelul 5.3 arata ca eroarea descreste cu cresterea numarului de
neuroni de pe stratul ascuns. Erorile obtinute pe seturile de test si de antrenare sunt foarte
asemanatoare, diferenta dintre ele ind de maxim 0:37% Avéand in vedere ca seturile de
antrenare si de test contin imagini de la persoane distincte, aceasta diferenfa mica intre erorile
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pe setul de test si pe cel de antrenare demonstreaza capacitatea deosebita de generalizare
si de adaptare la nou a retelei.

Timpul de antrenare necesar ec arei epoci de antrenare creste cu numarul de neuroni
din stratul ascuns, de la 200 de secunde pentru 60 de neuroni pana la 710 secunde pentru
220 de neuroni. Eroarea a scazut lent, astfel ca am decis oprirea experimentelor la 220 de
neuroni pe stratul ascuns deoarece timpul necesar antrenarii crestea prea rapid.

Tabelul 5.3: Rezultate obtinute cu perceptronul cu un strat ascuns.

# neuroni pe eroarea pe eroarea pe timpul necesar unei
stratul ascuns | setul de antrenare (%) setul de test (%) epoci de antrenare (S)

60 26.85 26.74 200

80 24.92 24.65 264

100 23.45 23.47 327

120 22.28 22.21 391

140 22.14 22.29 454

160 21.33 21.54 518

180 21.17 21.35 581

200 20.94 21.31 645

220 20.55 20.74 710

5.2.2 Retele neuronale cu extractori de tr asaturi

n [38] Yann LeCun propune o arhitectura so sticat a de refea neuronala numita LeNet-5.
Reteaua s-a dovedit a foarte buna pentru recunoasterea cifrelor singulare, chiar si in
prezenta zgomotului. Sirurile de cifre distincte pot recunoscute facil folosind un astfel de
clasi cator aplicat pe o fereastr a ce se deplaseaza in lungul imaginii. Patrice Simard ([64])
a folosit retele neuronale de convolutie pentru recunoasterea cifrelor singulare. Clasi catorul
utilizat de mine (Figura 5.2) este derivat din cel al lui Simard, dar este modi cat extensiv
deoarece am dorit sa poata folosit pentru recunoasterea perechilor de cifre partial supra-
puse.

In Figura 5.2 stratul de intrare este alcatuit din 21x13 neuroni, cate unul pentru ecare
pixel al imaginii. Nivelul de gri (0 255 al ec arui pixel din imaginea de intrare este convertit
proportional la un numar din intervalul [ 1;1]. Aceasta valoare este transferata neuronului
corespunzator de pe stratul de intrare. La fel ca in [64] am conectat stratul de intrare la un
strat de convolutie. Acest strat de convolutie este alcatuit din mai multe harti de convolutie
(HC). Tn experimente am variat acest numar ntre 2 si 12. Dimensiunea nucleului de con-
volutie a fost pastrata la 5x5 pixeli. Acest nucleu de convolutie a fost aplicat tot din doi in doi
pixeli, mai exact, numai pentru pixelii care aveau ambele coordonate pare. Aplicarea nucleu-
lui de convolutie Tn acest mod a generat o reducere a dimensiunilor hartilor de convolutie de
(n  3)=2, unde n reprezinta Tnaltimea, respectiv latimea stratului L. in concluzie, dimensiu-
nea hartilor de convolutie din stratul L1 este de 9x5 neuroni. Fiecare din cei 45 de neuroni ai
stratului L este conectat cu 25 de neuroni din nucleul de convolutie corespunzator. Pe langa
aceste 25 de conexiuni mai exista una pentru bias. Desiexista9 5 (5 5+1)=1170
conexiuni pentru ecare harta, numarul de ponderi ce trebuie antrenate este mult redus,



5.2. EXPERIMENTE CU SIRURI COMPUSE DIN DOUA CIFRE PARTIAL SUPRAPUSE 45

Figura 5.2: Arhitectura retelei neuronale cu harti de convolutie.

5 5+ 1 = 26, acestea ind partajate de toti neuronii din stratul L,. Deoarece antrena-
rea unei refele neuronale consta in obtinerea unor valori apropiate de optim pentru ponderile
retelei, RNC pot antrenate mult mai rapid decat retelele de tip perceptron. Conexiunile si
ponderile sunt diferite pentru ecare hart a de convolutie. In total sunt 11700 conexiuni si 260
de ponderi pentru L 1, in cazul unei retele cu 10 harti pe stratul respectiv.

Pentru stratul L, am experimentat cu un numar de 10 pana la 120 de harti de convolutie.
Avéand n vedere ca s-a folosit aceeasi regula de aplicare a nucleului de convolutie - doar
pentru pozitile pare - si ca dimensiunea nucleului a fost mentinuta la 5 5, dimensiunea
hartilor de pe L, este de 3 1 neuroni. Fiecare neuron din acest strat este conectatcu5 5
neuroni din ecare hart a a stratului anterior (Figura 3.5) plus o conexiune pentru bias. Deci,
o harta de convolutie din stratul L, contine3 1=3 neuroni,3 1 (5 5 10+1)=753
conexiuni spre neuroni din L, (am considerat ca L1 are 10 harti de convolutie), si5 5 10+
1 = 251 ponderi. Tn total, pentru 100 de harti de convolutie pe stratul L, sunt 100 3 = 300
de neuroni, 753 100 = 75300conexiuni si 251 100 = 25100ponderi.

Dupa doua nivele de convolutie reducerea estede [(n 3)=2 3]F2=p) n=4p+9,
unde p2 1;2;3;4;5; . Tn formula anterioara n reprezinta dimensiunea initiala a imaginii, iar
p - dimensiunea unei hari de convolutie dupa doua nivele de convolutie. Tn concluzie, n ia
valori din multimea 13;17; 21; 25; 29; :::. Pentru a mentine dimensiunea imaginilor de intrare
la un nivel cat mai mic, dimesiunea stratului de intrare este aleasa ca ind 21 13 neuroni.
S-a tinut cont si de aspectul imaginilor cu doua cifre concatenate (setul TDNS), acesta ind
40=28 1:43 Alegand 13 pentru Thaltimea stratului de intrare, latimea trebuie sa e cel mai
mic numar intreg mai mare decat 40=28 13 = 18:57. Valoarea din lista anterioara care
corespunde acestei cerinte este 21. Stratul de intrare s-a dorita céat mai mic pentru a obtine
un timp de antrenare rezonabil pentru refeaua neuronala, nu mai mare de cateva zile.

Stratul L3 este total conectat, iar dimensiunea lui variaza de la 40 la 120 de neuroni.
Ultimul strat, L 4, are 100 de neuroni, cate unul pentru ecare clas a, si este, de asemenea,
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total conectat cu stratul anterior. lesirea ec arui neuron ia valori in intervalul [ 1;1]. Pentru
o imagine valida, neuronul care reprezinta clasa imaginii va avea o valoare apropiata de 1,
iar ceilalti 99 de neuroni vor avea valori apropiate de 1. Daca imaginea este ambigua Si
seamana cu mai mult de o clasa, iesirile neuronilor corespunzatori claselor cu care seamana
imaginea vor avea valori corelate cu gradul de asemanare.

Tabelul 5.4: Rezultate obtinute cu retele neuronale cu harti de convolutie.

Ly Lo Ls fara deformari cu deformari
(harti) (harti) (neuroni)
Eroare Eroare Eroare Eroare Eroare
antrenare test antrenare antrenare test
(%) (%) | (cudef) (%) (%) (%)
2 10 40 35.00 35.43 44.48 39.79 39.88
60 34.76 34.61 39.24 34.25 34.21
80 26.25 26.03 37.71 33.42 32.83
30 40 21.64 21.51 35.82 31.69 31.21
60 19.98 19.96 32.19 29.95 29.20
80 18.26 18.15 30.54 25.77 25.31
50 40 17.80 18.04 28.95 23.62 2291
60 15.53 15.68 28.65 22.96 22.47
80 15.30 15.30 24.67 18.65 18.16
4 10 40 25.63 25.32 30.86 25.76 25.56
60 22.27 22.08 30.16 27.00 26.60
80 18.25 18.44 26.08 21.74 21.20
30 40 15.19 15.25 26.66 23.20 23.06
60 12.67 13.26 18.88 15.39 15.23
80 11.80 12.02 18.07 14.29 14.03
50 40 11.30 12.34 18.78 16.55 16.57
60 10.67 11.50 15.42 13.04 12.94
80 10.33 10.64 15.20 11.86 11.72
6 10 40 15.57 15.63 26.35 24.15 23.32
60 15.50 15.94 23.30 20.40 19.62
80 15.45 15.67 21.31 17.49 17.34
30 40 10.72 11.40 25.20 23.07 23.40
60 10.15 10.81 16.74 13.44 13.57
80 9.44 10.33 13.95 11.32 11.46
50 40 9.15 9.83 13.94 11.50 11.82
60 7.52 8.48 13.76 10.79 11.15
80 6.73 7.83 12.10 9.63 9.91
8 10 40 15.36 15.78 20.08 17.90 17.86
60 14.21 14.78 19.91 16.66 16.78
80 12.97 13.49 17.08 14.38 14.42
30 40 9.49 10.26 15.78 12.95 13.25
60 8.20 9.10 13.62 10.01 10.42
80 7.75 8.72 12.06 9.33 9.74
50 40 8.06 9.22 15.25 13.16 13.33
60 7.22 8.31 11.23 8.82 9.51
80 6.52 7.86 10.70 8.22 8.71
10 60 100 5.63 6.85 10.71 7.89 8.44
100 100 3.27 5.35 10.15 7.10 7.60
12 120 120 5.23 6.54 - - -

Pentru 2, 4, 6 si 8 harti de convolutie pe stratul L1; 10, 30 si 50 de harti pe stratul
L, respectiv 40, 60 si 80 de neuroni pe stratul L3 am efectuat toate combinatiile posibile,
construind4 3 3 =36 de retele neuronale. Fiecare retea a fost antrenata in doua moduri:
cu, respectiv fara activarea deformarilor asupra imaginilor din setul de antrenare. Operatiile
efectuate asupra imaginilor sunt similare cu cele din [64], dar am ales valori mai mici pentru
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rotafii, translatii si deformari elastice. Motivul descresterii valorilor acestor parametri este
dimensiunea mult mai mica a imaginilor pe care le-am folosit, 21 13, fata de 29 29 cat
a folosit Simard pentru cifre singulare. Explicit, factorul de scalare a fost limitat la maxim
69, rotatiile la maxim 4 , pentru distorsiuni elastice a fost ales 10.0, iar scalarea pentru
distorsiuni elastice - 0.2.

Antrenarea celor 36 de retele cu si fara imagini distorsionate a generat 72 de seturi dis-
tincte de rezultate (Tabelul 5.4). Pentru retelele antrenate cu imagini distorsionate exista doua
tipuri de erori pentru setul de antrenare. Prima este eroarea obtinuta testand reteaua cu setul
de antrenare asupra caruia s-a aplicat o transformare aleatoare (rotatie + translatie + defor-
mare) la inceputul ec arei epoci. Al doilea tip de eroare este obtinut pe setul de antrenare
original.

Rezultatele din Tabelul 5.4 arata ca eroarea este monoton descrescatoare (cu extrem de
mici exceptii ce au drept cauza probabila o subantrenare a retelei respective sau atingerea
unui minim local apropiat de minimul global). Pentru oricare doua retele antrenate similar -
ambele cu set de antrenare cu imagini deformate sau ambele cu set de antrenare cu imagini
nedeformate - oricare din cele cinci tipuri de erori a variat corespunzator cu modi carea unuia
din cei trei parametri ai retelei. Explicit, daca doi dintre parametri sunt mentinuti constanti (de
exemplu, numarul de harti din L1 si numarul de neuroni din L 3), iar cel de-al treilea (in acest
caz, numarul de harti de pe stratul L,) este marit, erorile descresc si reciproc. Concluzia
evidenta este ca erorile pot diminuate dac a marim dimensiunea retelei. Pentru a veri ca
aceasta a rmatie, am antrenat trei retele si mai mari (ultimele trei randuri din Tabelul 5.4).
Am obtinut cele mai mici erori (5:35% pentru setul de test) cu reteaua cu 10 harti pe L1, 100
de harti pe L, si 100 de neuroni pe L3. Eroarea pe setul de test a fost cu 1:60% mai mica
decat precedentul minim obtinut, 6:85% (10 harti pe L1, 60 de harti pe L, si 100 de neuroni
pe L3). Dezavantajul a fost o crestere accentuata a timpului necesar antrenarii, de la 24 de
ore la peste 48 de ore.

Tn concluzie, cele mai bune rezultate, exceptand cazurile speciale cu 10 sau 12 harti de
convolutie pe stratul L4, au fost obtinute pentru opt harti pe stratul L,. Suprafatele erorilor
sunt aratate Tn Figura 5.3. Cea mai mare retea antrenata (ultimul rand din Tabelul 5.4) a
continut 12 harti pe L1, 120 de harti pe L si 120 de neuroni pe L 3. Chiar si dupa 96 de ore
de antrenare eroarea nu a scazut sub minimul antins de refeaua cu 10 harti pe L1, 100 de
harti pe L, si 100 de neuroni pe L3. Am concluzionat ca am detectat un minim su cient de
apropiat de minimul global si marirea Tn continuare a parametrilor retelei ar inutil a si foarte
costisitoare din punct de vedere al timpului de antrenare.

Referitor la timpul necesar unei epoci de antrenare, acesta a variat de la 70 de secunde
pentru cea mai simpla refea pana la 670 de secunde pentru cea mai complexa, cea cu 10
harti pe L1, 100 de harti pe L, si 100 de neuroni pe L3. Antrenarea a fost mult mai rapida
decat in cazul perceptronului, iar rata de recunoastere este semni cativ mai bun a.

Chiar daca am scazut amplitudinea transformarilor aplicate pe imaginile din setul de
antrenare, toate retelele antrenate cu imagini deformate au atins o eroare minima mai mare,
atat pe setul de antrenare, cat si pe setul de test. Adaugarea deformarilor a degradat perfor-
manta retelelor cu cel putin 0:85% (cazul L1: 8 harti, L,: 50 de harti, L3: 80 de neuroni). Se
poate concluziona ca acest tip de aplicare a deformarilor este e cient doar pentru clasi carea
cifrelor singulare, nu si pentru perechi de cifre partial suprapuse.



48 5. EXPERIMENTE

Figura 5.3: Suprafetele erorilor retelelor cu 8 harti de convolutie pe stratul L.

Analiza rezultatelor celei mai bune retele

Experimentele efectuate au aratat ca cea mai buna retea are zece harti de convolutiea9 5
neuroni pe stratul L1, o suta de harti de convolutie a3 1 neuroni pe stratul L, si o suta de
neuroni pe stratul L 3. Din cele 200000 de imagini din setul de test, 10708 au fost clasi cate
gresit. Aceasta reprezinta o eroare de 5.35% pe setul de test.

Din cele 10708 erori doar in 663 (0.33%) de cazuri ambele cifre au fost clasi cate de-
fectuos. Aceasta rata de eroare atat de redusa ofera premisele dezvoltarii unui sistem de
recunoastere care va utiliza acest clasi cator pentru recunoaterea sirurilor de cifre. Cea mai
semni cativ a cifra - cifra zecilor - a fost clasi cat a eronat Th 5239 de cazuri, iar cea mai putin
semni cativ a cifra - cifra unitatilor - Tn 6123 de cazuri. Putem concluziona ca este mai di-
cil pentru refeaua neuronal a sa identi ce cifre suprapuse n partea partea stang a decéat in
partea dreapta.

Distributia erorilor pe clase arata ca clasele 67, 64 si 69 au fost mai di cil de recunoscut,
generand 253 (2.36%), 219 (2.04%), respectiv 212 (1.98%) erori de clasi care. In paranteze
este trecuta procentual contributia clasei la eroarea totala.

Rata de eroare de 5.35% insemna 94.65% rata de recunoastere. Aceasta reprezinta
o rata de recunoatere fortata, adica fara rejectie. Pentru a imbunatatii calitatea detectiei
am calculat ratele de recunoastere considerand rate de rejectie variabile. O imagine este
rejectatadacaN(C1l) N(C2)<T,unde N(C1)siN(C2) reprezinta primele doua maxime
ale neuronilor de iesire pentru acea imagine, normalizate la intervalul [ 1; 1], iar T reprezinta
pragul de rejectie. Atat autorii din [44], cat si din alte publicatii folosesc pentru valoarea de
prag valorile 0.5% si 1%, astfel ca am calculat ratele de eroare pentru aceste rate de rejectie,
dar am adaugat si pentru doua valori mult mai mari: 2%, respectiv 5%. Diferentele foarte mici
dintre ratele de recunoastere din Tabelul 5.5 arata ca reteaua are un grad mare de siguranta,
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rata de recunoastere cu rejectia maxima de 5% ind cu numai 0.59% mai mic a decat rata de
recunoastere cu fara rejectie.

Tabelul 5.5: In uenta strategiei de rejectie asupra ratei de recunoastere (fortat = f ara rejectie).
T (%) | forfat 0.5 1 2 5
rata de recunoastere (%) \ 94.65 9459 9453 94.42 94.06

5.2.3 Concluzii

RNC sunt mult mai performante decéat perceptronul cu un strat ascuns, acesta din urma
generand o rata de eroare prea mare pentru a putea folosit Tn clasi catori mai complecsi.
RNC reprezinta o solutie buna atat pentru recunoasterea de cifre partial suprapuse, céat si
pentru recunoasterea de cifre izolate. Rata de eroare minima obtinuta pentru setul de test din
TDNS este de 5.35% pentru o retea cu 10 harti pe L1, 100 de harti pe L2 si 100 de neuroni
pe L3.

Deformarile elastice nu imbunatatesc performantele in cazul cifrelor partial suprapuse,
asa cum faceau pentru cifre singulare. Cum voi arata in sectiunile care urmeaza, exista
motive Tntemeiate pentru care deformarile nu s-au dovedit utile.

Rata de eroare de 5.35% este su cient de mic a pentru a folosi acest clasi cator Intr-unul
general pentru recunoasterea de siruri numerice formate dintr-un numar inde nit de cifre.

Diferentele extrem de reduse dintre ratele de recunoastere cu si fara rejectie demon-
streaza gradul de robustete al clasi catorului.

Rezultatele au fost publicate in [20] si au fost prezentate la ICCP 2008.

5.3 Experimente cu siruri de cifre din NIST SD 19

Dupa ce am obtinut doi clasi catori cu rate bune de recunoastere - unul pentru cifre izolate si
unul pentru perechi de cifre partial suprapuse - am trecut la construirea unui clasi cator care
sa poata recunoaste numere formate dintr-un numar oarecare de cifre. Acest clasi cator a
fost apoi testat cu siruri numerice din NIST SD 19 si comparat cu cele mai bune rezultate
existente in domeniu.

5.3.1 Sistemul de recunoastere

Diagrama sistemului de recunoastere este prezentata in 5.4. Fiecare sir de cifre este intai
taiat la dimesiunile dreptungiului delimitator si apoi este prezentat Analizorului de Compo-
nente Conexe (CCA) care extrage toate componentele conexe (CC) din imagine. Tn con-
tinuare, componentele conexe vor clusterizate Tn imagini ce probabil vor contine cifre sau
multimi de cifre. Procesul de clasi care este efectuat de Clasi cator folosind dou a Retele
Neuronale de Convolutie (RNC).

5.3.2 Analizorul de componente conexe

Toate componentele conexe din imaginea de intrare sunt extrase folosind procedeul recursiv
de cautare in doar patru directii (mai corect: doua directii cu doua sensuri ecare), orizontale
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Figura 5.4: Arhitectura sistemului de recunoastere a sirurilor de cifre.

si verticale. Nu am folosit cautarea in opt directii deoarece neefectuand segmentare acesta
este unicul loc unde imaginea de intrare poate separata in cat mai multe componente
printr-un simplu proces de extragere. Orice separare a imaginii unei cifre sau a mai multor
cifre va corectat a in faza urmatoare, cea de clusterizare.

Pentru ecare component a se calculeaza diversi parametri: arie, dreptunghiul circumscris
de arie minima (dreptunghiul delimitator), latime, Tnaltime, aspect (lafime / inaltime), distante
la alte componente. CCA atribuie cate o culoare distincta ec arei componente. in contrast cu
alte metode ([44, 30, 31]), prezenta metoda poate evita procesul de segmentare prin utilizarea
suplimentara a unui clasi cator pentru perechi de cifre partial suprapuse, pe lang a clasicul
clasi cator la nivel de cifr a.

5.3.3 Componenta de clusterizare (agregare)

Tn cazul imaginilor scanate exista multe componente conexe care formeaza o singura cifra
sau mai multe cifre alipite. Pentru a putea reconstrui imaginea lor, etapa de agregare efec-
tueaza secvential urmatoarele operatii (constantele din toate testele referitoare la suprafata
unei componente - numarul de pixeli - au fost stabilite pentru imagini din setul NIST SD 19.
O caracteristica a acestor imagini e aceea ca au fost scanate la 300dpi. Constantele pot
folosite si in cazul altor imagini scanate la alte rezolutii, dar trebuie multiplicate cu patratul
(deoarece suprafata e o arie) factorului de redimensionare de la o rezolutie la cealalta):

toate componentele mici continand maxim 4 pixeli sunt sterse daca cea mai apropiata
componenta este la o distanta mai mare de 5 pixeli. Motiv: sunt prea mici si prea
departate de alte componente, deci probabil ca reprezinta doar zgomot.

oricare doua componente separate prin doar un pixel sunt concatenate daca respecta
cel putin una din conditiile:

— ambele au Tnaltimi mai mari de 60% din Tnaltimea imaginii, iar distanta dintre ele
sau distanta de suprapunere este mai mica de 35% din latimea componentei celei
mai late.

— ambele au arii mai mari de 200 de pixeli si aspecte mai mari de 0.5, si cel putin
una dintre ele are aspectul mai mare decét 1si distanta dintre ele sau distanta de
suprapunere partiala este mai mica decéat 25% din latimea componentei mai late.

— ambele au arie mai mare de 400 de pixeli
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Dupa acest pas se reia algoritmul pentru componentele separate prin maxim doi pixeli,
si, la nal, pentru maxim trei pixeli. Aceste operatii agregheaz a cu succes compo-
nentele din imaginile scanate defectuos sau care contin cifre scrise intermitent (Figura
5.5).

Figura 5.5: Componentele conexe inainte (sus) si dupa (jos) faza de agregare. Fiecare
componenta este colorata distinct si este desenat si dreptunghiul delimitator.

exista multe persoane care scriu cifra 5 din doua parti, una pentru corpul cifrei si
cealalata pentru partea superioara. In mod frecvent cele doua parti sunt foarte dis-
tantate pe orizontala si etapele anterioare de agregare nu sunt su ciente pentru a re-
conecta partile cifrei 5. Acest caz este distinct si apare doar n cazul cifrei 5. Pentru a
reforma cifra, se cauta intai partea superioara a lui 5 ca ind o component a cu urma-
toarele proprietati: are cel putin 10 pixeli, are un aspect alungit pe orizontala (mai mare
de 1.4), nu este prea groasa (inalfime mai mica decat 40% din inaltimea imaginii), si
este plasata Tn jumatatea superioara a imaginii. Daca o componenta de acest tip este
detectata, atunci se cauta o componenta care sa poata reprezenta partea inferioara a
cifrei 5. O astfel de componenta e obligatoriu sa aiba minim 100 de pixeli.

Figura 5.6: Reconectarea cifrei 5.

Partea superioara a cifrei trebuie sa inceapa in partea dreapta a corpului ei, dar nu mai
departe de 50% din latimea corpului cifrei dupa aceasta. Daca nicio componenta nu
este detectata, atunci componenta care se presupunea ca reprezinta partea superioara
a lui 5 ramane neconcatenata. Daca ambele parti ale cifrei 5 sunt detectate, atunci
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partea superioara este translatata spre stdnga pana ajunge pe aceeasi verticala cu
pixelul din dreapta-sus al componentei ce reprezinta corpul cifrei 5 (Figura 5.6).

acest pas trateaza putinele cazuri de cifre scrise din mai multe parti separate vertical.
Daca doua componente sunt suprapuse orizontal pe minim 80% din latimea cel putin a
uneia dintre ele, atunci sunt concatenate.

5.3.4 Clasi catorul

Componenta de clasi care (Figura 5.4) foloseste dou a RNC, una pentru cifre si una pentru
perechi de cifre partial suprapuse. Ambele RNC au fost descrise anterior, iar ratele de eroare
obtinute au fost 0.86% pentru o cifra, respectiv 5.35% pentru doua cifre.

Testarea sistemelor de recunoastere a fost efectuata pe seturile de test 3DNS, 6DNS si
10DNS (detalii sunt prezentate in Sectiunile 4.5.2, 4.5.3 si 4.6), seturi care sunt folosite si de
alti autori [44] pentru compararea sistemelor de recunoastere. Autorii din [44] si-au comparat
metodele cu cele mai bune din literatura, prezentand cele mai e ciente metode existente
pana in anul 2004.

Folosind cele doua RNC am implementat mai multe sisteme de recunoastere. Ambele
RNC preiau rand pe rand cate o componenta din imaginea de la intrare si incearca sa de-
termine carei clase i se potriveste respectiva componenta (sa recunoasca cifra sau perechea
de cifre din imaginea componentei). Tnainte de a intra in etapa de clasi care, toate compo-
nentele care sunt ori mai mici de 80 de pixeli ori au Tnaltimea mai mica de 30% din inaltimea
imaginii sunt eliminate.

Tn toti algoritmii ce urmeaza, rez; reprezinta un vector de structuri, ecare structur a
continand doua campuri: class si score Indicele i este 1 pentru 1RNC si 2 pentru 2RNC.
Vectorii rez; stocheaza iesirea RNC. De expemplu, rez;[3]:class reprezinta clasa celui de-al
patrulea element al rezultatului obtinut de 2RNC. Campul class nu este redundant deoarece
este util dupa ce vectorul este sortat, pentru a stii ce clasa are cel mai bun scor, ce clasa are
al doilea scor etc.

Sistem de recunoastere bazat pe scorul maxim

Cel mai simplu sistem de recunoastere care poate implementat ia o imagine si o prezintala
RNC; sila RNC5. Cele mai mari scoruri al celor doua RNC sunt comparate, iar clasi catorul
care a obtinut maximul va oferi atat clasa, cat si numarul de cifre prezente in imaginea de la
intrare (Algoritm 4).

Din cele 1476 imagini (setul 3DNS) care contineau 3 cifre, 158 au fost incorect clasi -
cate. Aceasta inseamna o rata de recunoastere de 89.29%. Rezultatul pentru perceptronul
multistrat din [44] antrenat fara exemple negative este 82.52%. Avand in vedere ca metoda
prezenta nu foloseste segmentare deloc, recunoasterea corecta a 89.29% din imagini este
promitatoare, dar mai exista loc pentru Tmbunatatiri. Este foarte importat a se observa ca
rezultatul obtinut reprezinta dovada e cientei combin arii a doi clasi catori, unul pentru recu-
noasterea cifrelor si unul pentru recunoasterea perechilor de cifre partial suprapuse, fata de
folosirea doar a unui clasi cator la nivel de cifr a [44], chiar daca ultima este ajutata de un
complicat mecanism de segmentare [44].

Dupa studierea erorilor sistemului de recunoastere, am ajuns la urmatoarele concluzii:
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foreach componenta din imagine do
rez;[ ] = RNCi(componenta);
rez;[ ] = RN C,(componenta);
sorteaza descrescator rez; sirezy;
if rezi[O]:score rez,[0]:scorethen
| return rez;[0]:class;
end
else
| return rezy[0]:class;
end

end
Algorithm 4 : Sistem de recunoastere bazat pe scorul maxim.

deoarece am antrenat ambele RNC fara exemple negative, ele nu pot utilizate direct
pentru a detecta daca o componenta contine una, doua sau mai multe cifre. Prin antre-
narea unei RN doar cu exemple pozitive, refeaua va incerca sa clasi ce orice imagine
de intrare, chiar si pe cele incorecte - care nu contin reprezentari gra ce ale niciuneia
dintre clasele invatate -, clasei cu care seamana cel mai mult. Mai mult, probabil din
cauza naturii convolutionale a retelelor, cele mai confuze cazuri apar la numerele for-
mate din doua cifre de tipul XX . Este foarte di cil atat pentru RNC1, cat si pentru
RNC, sa distinga daca o imagine contine o singura cifra sau un numar format din
doua cifre. De exemplu, daca imaginea contine doar cifra 4, scorul ambelor RNC poate
foarte mare si foarte asem anator, RN C, detectand numarul 44!

multe imagini continand cifrele 0, 1, 3, 4, 7, 8, respectiv 9 sunt interpretate de RNC»
ca ind 01, 11, 31, 41, 71, 81, respectiv 91. Problema se datoreaz a metodei de unire
([20]) a cifrelor pentru setul de antrenare al RN C,, deoarece daca cifra 1 este scrisa ca
un segment de dreapta si este suprapusa partial cu o cifra care are in partea dreapta
pixeli pe toata inaltimea cifrei, rezultatul este foarte confuz (Figura 5.7). Un argument
similar se poate oferi si pentru cazurile 10, 16, 18. Aceste cazuri sunt notate cu 1X_ si
X1

Figura 5.7: Cazurile de unire defectuoasa de tipul X 1.

Evident, antrenarea ambelor RNC cu exemple negative ar rezolvat multe probleme,
dar colectarea manuala a imaginilor cu exemple negative - imagini care nu contin cifre sau
perechi de cifre - din formularele NIST SD 19 este un proces foarte indelungat si neplacut.
Numarul de exemple negative trebuie sa e su cient de mare pentru a asigura o antrenare
adecvata. 1n [44], autorii au antrenat clasi catorul la nivel de cifr a cu 1000 si apoi cu 4000 de
exemple negative. In ambele cazuri rata de recunoastere a clasi catorului la nivel de cifr a s-a
redus cu 2-4%, dar acesta a devenit rezistent la imagini ce nu contin cifre. Metoda prezentata
n aceasta teza are doi clasi catori, deci ar trebui colectate exemple negative pentru ambii.
Bineinteles, scrierea unui algoritm de generare automata a exemplelor negative este un alt
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mod de a rezolva aceasta problema, dar ar trebui conceput un astfel de algoritm. Autorii din
[44] au ajuns la concluzia ca tot mai bune sunt datele colectate manual, astfel ca scrierea
algoritmului de generare ar putea reprezenta timp irosit. Dupa ce am evaluat toate aceste
aspecte, am decis sa nu antrenez clasi catorii cu exemple negative si s a incerc sa dezvolt o
metoda care sa atenueze problemele prezentate anterior intr-o maniera cat mai simpla.

Céand am studiat erorile, am observat ca in majoritatea cazurilor RNC recunosteau corect,
dar scorul relativ al clasi catorilor genera clasi carea incorect a.

Am antrenat ambele RNC astfel incat sa e cat mai putin in uentate de translatii, dar dac a
imaginea este perfect centrata in clasi cator, atunci scorurile sunt mult mai bune. Conside-
rand acest aspect, am incercat sa translatez imaginea in campul de intrare al clasi catorilor.
RN C; afost antrenata cu baza de date LNIST, iar imaginile din ea sunt centrate Tn centrul de
masa. Din aceasta cauza am aplicat repetat RN C1 asupra imaginii translatate cu 1 pixeli
relativ la centrul de masa si am pastrat cel mai mare scor dincele 3 3 =9 aplicari. RNC;, a
fost antrenata cu imagini care au fost centrate prin centrarea dreptunghiului delimitator. Con-
siderand aceasta metoda de generare ([20]) a imaginilor de antrenare, am plasat imaginea
de 18 10 pixeli in toate pozitiile posibile Tn campul de intrare de 21 13 neuroni ai RN C.
Exista(21 18+1) (13 10+1)= 16 posibilitati. Din nou am retinut scorul maxim pentru
ecare clas a. Din pacate, numarul de clasi c ari incorecte a crescut (Tabelul 5.6) si timpul de
executie s-a marit din cauza aplicarilor repetate ale clasi catorilor. Se poate conclude ¢ a mu-
tarea clasi catorilor deasupra imaginii (sau, echivalent, a imaginii Tn campul clasi catorilor)
nu imbunatateste rata de recunoastere a metodei ce foloseste clasi carea bazat a pe scor
maxim.

Sistem de recunoastere bazat pe diferenta de scoruri

Tabelul 5.6: Rate de recunoastere pentru setul de test 3DNS (1C - cu deplasarea RN C; dea-
supra imaginii, 2C - cu deplasarea RN C, deasupra imaginii, 1+2C - cu deplasarea ambelor
RNC deasupra imaginii, simplu - fara deplasarea clasi catorilor).

| simplu(%) 1C(%) 2C(%) 1+2C(%)
scor maxim 91.46 71.54 69.85 71.54
diferente 76.49 76.76  92.75 93.36
scor maxim & diferente 83.40 83.74 93.63 93.77

Aratam Tnainte ca nu putem sa ne bazam decizia selectarii unui anumit clasi cator pe
scorul maxim oferit de acesta deoarece nu am antrenat clasi catorii cu exemple negative.
Mai mult, prin antrenarea retelelor numai cu exemple pozitive, RNC vor clasi ca orice imagine
de la intrare intr-una din cele mai asemanatoare clase cunoscute. Aceasta insemna ca daca
un clasi cator primeste la intrare o imagine care este reprezentarea uneia dintre clasele pe
care le cunoaste, atunci iesirea neuronului corespunzator clasei va avea o valoare apropiata
de 1, iar celelalte iesiri vor considerabil mai mici, apropiate de -1. Putem utiliza acest aspect
al retelelor neuronale arti ciale pentru a deriva o nou a metoda de a decide daca o imagine
apartine sau nu vreuneia din clasele cu care a fost antrenata reteaua. Astfel, diferenta dintre
cele mai mari doua scoruri trebuie sa e considerabil a pentru ca imaginea sa apartina unei
clase invatate. Se pot imagina cazuri Tn care aceasta metoda nu va functiona, de exemplu
cand imaginea de la intrare nu apartine niciuneia din clase, dar seamana destul de mult cu
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una din ele, iar cu restul nu. Un alt caz ar acela cand exist a clase foarte asemanatoare, iar
0 imagine care seamana cu una din ele va semana, evident, si cu celelalte clase, generand
din acest motiv scoruri mari si apropiate. Oricum, se poate presupune ca aceste cazuri sunt
exceptii de la regula, ind su cient de rare pentru ca metoda s a e e cient a.

Considerand observatiile pe care le-am facut ih urma studierii erorilor generate de Algo-
ritmul 4 pentru cazurile X 1, am implementat Algoritmul 5, intarind conditia daca cel putin una
din cifrele pe care le detecteaza ca posibil existente RNC, este 1.

Contrar cu primul sistem de recunoastere care a folosit doar scorul maxim al ecarei
RNC, in acest caz mutarea clasi catorilor deasupra imaginilor de intrare a imbun atatit rata
de recunoastere cu mai bine de 6% pana la 92.82%.

foreach componenta din imagine do
rez;[ ]=RN C1(componenta);
rezy[ ]=RN C,(componenta);
sorteaza descrescator rez;[ ] si rezy[ ;
dif ; = rezy[O]:score rez;[1]:score
dif , = rez,[0]:score rez,[1]:score
if u=1 or z=1 then
if dif ;  dif , then
| return rez;[0]:class;
end
else
| return rezy[0]:class;
end
nd
Ise
if dif ; 2 dif , then
| return rez;[0]:class;
end
else
| return rezy[0]:class;
end

@ @

end

end
Algorithm 5 : Sistem de recunoastere bazat pe diferenta de scoruri (z - cifra zecilor, u - cifra
unitatilor).

Sistem de recunoastere bazat pe scor maxim si pe diferente de scoruri

Pentru a vedea daca se pot obtine rezultate mai bune combinadnd metodele anterioare, am
implementat Algoritmul 6. Pentru ecare clasi cator am adunat cel mai bun scor cu dife-

renta dintre cele mai bune doua scoruri. Cel mai bun rezultat, 93.77%, reprezentand 92 de
siruri incorect clasi cate, a fost obtinut cand am aplicat translatii asupra clasi catorilor. Acest

rezultat este cu 3 pana la 18% mai bun decét toate rezultatele din [44] obtinute cu numeroase
arhitecturi de retele neuronale, desi acelea au fost antrenate si cu exemple negative. Chiar
daca comparam metoda prezentata cu cea mai buna din [44], diferenta este de doar 3.05%,
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si aceasta in contextul in care noua metoda nu foloseste nici segmentare, nici antrenare cu
exemple negative.

foreach componenta din imagine do
rez;[ ]J=RN C1(componenta);
rezy[ ]=RN C,(componenta);
sorteaza descrescator rezi[ ] sirez;[ ];
dif ;1 = rez;[0]:score rez;[1]:score
dif , = rez,[0]:score rezy[1]:score
if u=1 or z=1 then
if rez,:score+ dif ; rez,:score+ dif , then
| return rez;[0]:class;
end
else
| return rezy[0]:class;
end
nd
Ise
if rezy + dif ;  rez, +2 dif 5 then
| return rez;[0]:class;
end
else
| return rezy[0]:class;
end

@ @

end

end
Algorithm 6 : Sistem de recunoastere bazat pe scor maxim si pe diferente de scoruri (z -
cifra zecilor, u - cifra unitatilor).

Algoritmul poate Tmbun atatit mai departe prin complicarea regulilor de selectie a rezul-
tatului unuia dintre clasi catori, dar isi va pierde simplitatea. Analiza erorilor arata ca RNC
sunt foarte bune n a recunoaste imaginile de la intrare, dar regulile care selecteaza rezultatul
unuia dintre clasi catori nu ofer a totdeauna rezultate corecte. Cele 92 de erori pot imp artite
n cinci tipuri:

4 erori de segmentare, toate ind cauzate de imagini scanate de citar,

8 erori cu imagini care contin trei cifre concatenate. Sistemul de recunoatere nu trateaza
cazurile de imagini cu mai mult de doua cifre partial suprapuse.

23 erori ale RN C ;. Aproximativ jumatate dintre ele sunt cauzate de o subreprezentare
a specimenului din clasa respectiva in setul de antrenare, iar celelalte de imagini foarte
confuze.

26 erori ale RNC,. Majoritatea lor se datoreaza faptului ca cele doua cifre partial su-
prapuse sunt extrem de diferite Tn Thaltime (chiar cu mai mult de 200%), iar antrenarea
RN C, a fost efectuata cu perechi de cifre diferite n Thaltime prin maximum 10%.

63 erori generate de alegerea defectuoasa a clasi catorului. Acestea ar putea corec-
tate complicand regulile de selectie sau, preferabil, prin antrenarea si cu cu exemple
negative.
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Tabelul 5.7: Rate de recunoastere pentru setul de test 6DNS (1C - cu deplasarea RNC; dea-
supra imaginii, 2C - cu deplasarea RN C 5 deasupra imaginii, 1+2C - cu deplasarea ambelor
RNC deasupra imaginii, simplu - fara deplasarea clasi catorilor).

| simplu(%) 1C(%) 2C(%) 1+2C(%)
scor maxim 88.72 89.73  47.93 50.58
diferente 56.08 56.83 91.91 92.45
scor maxim & diferente 66.42 67.51 91.50 92.52

Pentru a veri ca dac a cel de-al doilea clasi cator - cel la nivel de dou a cifre - contribuie
la Tmbunatatirea ratei de recunoastere, am rulat experimentele dezactivand 2RNC si lasand
activ doar clasi catorul la nivel de cifr a. Au fost identi cate corect 89.16% din imagini Tn cazul
in care nu am deplasat imaginea in campul de intrare al clasi catotului, si 89.30% dac a am
utilizat deplasarile. Se poate observa ca ambele scoruri sunt cu peste 4% mai mici decat
daca s-a folosit si 2RNC.

5.4 Experimente pe setul 6DNS

Cele mai bune rezultate (Tabelul 5.7) au fost obtinute si de aceasta data aplicand translatarea
imaginilor in cdmpul de intrare al clasi catorilor. De asemenea, combinatia dintre scorul
maxim si diferenta dintre primele doua scoruri s-a dovedit a cea mai performant a.

Din cele 1471 de imagini ale setului 6DNS, 110 imagini au fost incorect identi cate,
reprezentand 7.48% din setul de test 6DNS. Analiza rezultatelor a aratat ca si in cazul acestui
set de test cele mai multe erori provin din alegerea eronata a clasi catorului. De asemenea,
am observat ca clasi catorul la nivel de dou a cifre este mai susceptibil la erori decét clasi-
catorul la nivel de cifr a. Aceasta este normal deoarece complexitatea imaginilor ce trebuie
Tnvatate este mult mai mare. Un alt motiv este dimensiunea mai mica a campului de intrare a
clasi catorului la nivel de dou a cifre.

Fata de rezultatele obtinute Tn [44] pe setul 6DNS, rata de 92.52% este net superioara
celei de 63.7% cat au obtinut cu perceptronul multistrat antrenat fara exemple negative. Cel
mai bun rezultat din [44] (obtinut cu Support Vector Classi er with Radial Basis Functions
Gaussian kernel), 96.74%, este cu 4.22% mai bun decét cel obtinut cu metoda prezentata,
dar foloseste atat segmentare, cat si antrenare cu exemple negative.

Am veri cat si Tn acest caz comportarea sistemului de recunoastere in cazul dezactiv arii
2RNC. Lasand activ doar clasi catorul la nivel de cifr a, au fost identi cate corect 91.37%
din imagini In cazul Tn care nu am deplasat imaginea in campul de intrare al clasi catotului,
si 91.91% daca am utilizat deplasarile. Fata de setul 3DNS, unde Timbunatatirea adusa de
includerea 2RNC a fost de peste 4%, majorarea ratei de recunoastere s-a diminuat la 0.61%
n cazul setului 6DNS. O explicatie posibila ar c a setul 6DNS contine imagini mai di cil de
recunoscut decat setul 3DNS.
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Tabelul 5.8: Rate de recunoastere pentru setul de test 10DNS (1C - cu deplasarea RNC1
deasupra imaginii, 2C - cu deplasarea RN C, deasupra imaginii, 1+2C - cu deplasarea am-
belor RNC deasupra imaginii, simplu - fara deplasarea clasi catorilor).

| simplu(%) 1C(%) 2C(%) 1+2C(%)
scor maxim 82.69 85.31 20.27 23.23
diferente 33.83 34.05 91.80 92.82
scor maxim & diferente 49.09 49.77 89.64 91.80

5.5 Experimente pe setul 10DNS

Rezultatele obtinute pe acest set de test pot urm arite in Tabelul 5.8. Erorile mari obtinute
cand deplasarea imaginii in campul 2RNC a fost oprita arata ca dimensiunea de 21x13 pixeli
pentru imagini de doua cifre este prea mica. Aceasta observatie este sustinuta si de fap-
tul ca deplasarea imaginilor in campul clasi catorului la nivel de cifr a imbunatateste foarte
putin rata de recunoastere. Probabil din cauza ca in acest caz imaginile sunt mult mai mari,
29x29 pixeli, motiv pentru care clasi catorul este mai robust. Autorii din [44] nu au prezen-
tat rezultatele pentru acest set pe motiv ca niciunul din articolele anterioare nu prezenta, de
asemenea, rezultatele pe acest set. Din acest motiv nu se poate compara rezultatul obtinut
n cazul setului 10DNS.

5.6 Concluzii

Ratele de eroare obtinute au fost de 0.86% pentru o cifra, respectiv de 5.35% pentru doua
cifre, ceea ce arata ca RNC reprezinta o buna alegere atat pentru clasi catorul dedicat cifre-
lor, cat si pentru clasi catorul dedicat perechilor de cifre partial suprapuse.

Desi RNC nu au fost antrenate cu exemple negative, rezultatele obtinute pentru seturile
de test 3DNS si 6DNS sunt mult mai bune decét cele obtinute anterior Tn domeniu, cu retele
neuronale arti ciale. Diferentele ajung pan a la cateva zeci de procente in cazul retelelor
antrenate fara exemple negative.

Utilizarea combinatiei de clasi catori s-a dovedit a e cient a, rata de recunoastere cres-
cand fata de sistemul ce utilizeaza numai clasi catorul de cifre cu 4.47% pentru setul 3DNS,
respectiv cu 0.61% pentru setul 6DNS.

Metoda propusa ofera rate de recunoastere cu numai cateva procente (3.03% pentru
3DNS si 4.42% pentru 6DNS) mai mici decét cele mai bune rezultate obtinute anterior [44].
Avéand in vedere ca rezultatele sunt obtinute fara a aplica segmentarea si fara antrenare cu
exemple negative, ratele de recunoastere pot considerate foarte bune.

Din analiza erorilor rezulta urmatoarele doua observatii: clasi catorul la nivel de perechi
de cifre partial suprapuse ar trebui imbunatatit si ambii clasi catori ar trebui antrenati cu
exemple negative. Pentru a Tmbunatati setul TDNS trebuie detaliata metoda de unire au-
tomata a cifrelor, prin crearea de cazuri speci ce pentru 1X si X 1. De asemenea, trebuie
marite imaginile deoarece dimensiunea de 21 13 este prea mica pentru reprezentarea su-
cient de clar a a imaginilor. Antrenarea cu exemple negative este foarte importanta pentru
ambii clasi catori, nemaiexistand apoi alegeri gresite de clasi cator. Din analiza manual a a
erorilor rezulta ca daca totdeauna s-ar alege clasi catorul potrivitimaginii (RN C; pentru cifre,
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respectiv RN C» pentru perechi de cifre), rata de recunoastere ar deveni mai buna decéat cea
mai buna existenta in momentul de fata in domeniu.
O mare parte a rezultatele au fost publicate Tn [17] si au fost prezentate la SYNASC 2008.



Capitolul 6

Optimizarea vitezei de execufie

Avand n vedere ca placile gra ce folosite pentru accelerarea calculelor in virgul a mobila au
aparut pe piata la sfarsitul lunii iunie 2008, precum si di cult atile legate de scrierea unor pro-
grame pe arhitecturi complet noi si extrem de diferite fata de arhitectura x86, acest capitol
prezinta numai rezultate partiale, pentru nalizarea port arii tuturor aplicatiilor pe placi gra ce
ind necesare cel putin inc a cateva luni. Chiar daca acest capitol nu aduce nimic nou in pri-
vinta performantelor sistemului de clasi care, neavand leg atura explicita cu rata de recunoas-
tere, am considerat ca este util a prezenta si aceste rezultate partiale deoarece tehnologia
folosita reprezinta viitorul pentru majoritatea domeniilor din stiinta care au nevoie de putere
foarte mare de calcul, si cu siguranta in domeniul retelelor neuronale. Mai multe detalii vor
prezentate Tn sectiunile dedicate accelerarii vitezei de executie cu ajutorul placilor gra ce.

Clasi catorul 2RNC a fost antrenat cu o versiune modi cat a a programelor open source
din [3]. Din pacate, acest cod a fost scris Intr-un mod mai mult "didactic”, decat avand ca
tinta performanta. Oricate modi c ari i-am facut Tn ideea de a-i imbunatati viteza, am ajuns
la o limita sub care nu mai puteam scadea timpul de rulare decét daca rescriam de la zero
tot programul. Problema si mai neplacuta era ca daca maream dimesiunea retelei neuronale
peste un anumit nivel, programul incepea sa functioneze haotic. incercarea de a descoperi
cauzele acestei comportari s-a soldat cu esec, chiar dupa multe saptaméani de depanare
(sursele programului au aproximativ 250KB de cod C++). Modul in care se aloca memoria in
toata ierarhia de clase, precum si cantitatea imensa care era alocata - mult peste un gigabyte
de RAM -, multa din ea chiar pe stiva si nu in heap, generau acest comportament. Un alt
factor care a ingreunat mult depanarea a fost arhitectura implementata multi-threading (cu
mai multe re de executie). Cum scrierea unui program de acest gen este foarte complex a si
dureaza un timp apreciabil, am considerat ca utilizarea unor imagini de dimensiuni mai reduse
este compromisul optim. Astfel au rezultat toate experimentele si rezultatele din capitolul
precedent.

Una din concluziile din capitolului anterior evidentia faptul ca pentru a obtine rezultate mai
bune este nevoie de un clasi cator mai performant pentru perechi de cifre partial suprapuse.
Pe langa antrenarea cu exemple negative, performantele clasi catorului pot crescute prin
marirea dimensiunii imaginilor cu care este antrenat. O dimensiune adecvata pentru a obtine
rezultate mai bune pentru 2RNC ar 41 29 de pixeli. Aceasta inseamna 1189 de neuroni
pentru stratul de intrare al retelei, si, implicit, numere crescute de neuroni si de harti de
convolutie pe celelalte straturi. Fata de imaginile de 21 13 pixeli cu care a fost antrenat
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2RNC, imagini care necesita numai 293 de neuroni pentru stratul de intrare, imaginile cu
dimensiunea de 41 29 pixeli ar necesita o refea de peste patru ori mai mare. Timpul de
antrenare ar creste proportional cu marimea retelei. Cum cea mai buna retea pentru 2RNC
a necesitat cateva zile pentru a antrenat a, timpul pentru noua dimensiune a imaginilor ar
ajunge la aproximativ doua saptamani, ceea ce este total nepractic.

Tntrucat precizam ca portarea programelor nu este nalizat a, pentru a putea face com-
paratii de viteza este necesara alegerea unei portiuni de cod reprezentativa pentru retelele
neuronale, cod care apoi sa e implementat in diverse moduri. Retelele neuronale, ca toti
clasi catorii, au dou a parti, una de antrenare si una de testare. Cum algoritmul de propagare
Tnainte (forward propagation) apare atat la antrenare, céat si la testare, unde reprezinta chiar
intreg pasul de testare, am decis sa aleg o parte a acestui algoritm pentru a implemen-
tata pe diverse arhitecturi. Am ales cel mai complex strat al retelei neuronale de convolutie,
stratul L3. Acesta este un strat complet conectat, si nu de convolutie, dar contine de departe
cele mai multe operatii, necesitand cea mai mare parte a timpului de rulare a algoritmului
de propagare Tnainte. Am ales stratul L3 al clasi catorului la nivel de cifr a, 1IRNC, deoarece
este mai mare decét cel de la 2RNC. Este bine ca dimensiunea stratului sa e cat mai mare
deoarece scopul nal al acestei optimiz ari este acela de a permite antrenarea unor retele de
dimensiuni mai mari.

Tn toate experimentele urmatoare timpul a fost masurat i raportat pentru 10000 de rulari
pentru a putea m asurat corect si, Tn acelasi timp, pentru a putea raportat in secunde, nu
in microsecunde. De asemenea, setul de test al MNIST are 10000 de imagini, testele ind
efectuate pe intreg setul de test.

Stratul L3 contine 100 de neuroni ecare din ei avand 1251 de conexiuni, una pentru
valoarea de prag (bias) si 1250 pentru cei 1250 de neuroni de pe stratul L2. Tn total exista
125100 de conexiuni si tot atatea ponderi. Calculul acestui strat este format din evaluarea a
100 de produse scalare dintre vectori cu 1251 de componente, urmata de aplicarea functiei
de activare asupra rezultatului ec arui produs scalar.

6.1 Variante CPU ale optimiz arii algoritmului de propagare
nainte

n aceast subcapitol vor prezentate rezultatele obtinute prin optimizarea codului ce ruleaz a
numai pe procesor, fara placi gra ce. Intai se va prezenta algoritmul initial, cel care foloseste
multe clase si vectori STL (Standard Template Library). Timpul sau de rulare va folosit ca
etalon pentru comparatiile urmatoare. Apoi vor prezentate dou a variante care nu folosesc
ierarhii de clase si, mai important, vectori STL, ci memorie alocata dinamic cu new/malloc.
Ultima varianta este implementata in limbaj de asamblare si foloseste instructiuni SSE3.

6.1.1 Varianta open source modicat a

Aceasta varianta este cea cu care am efectuat experimentele, dar care s-a dovedit a im-
posibil de extins la retele mai mari din cauza timpului mare de rulare si din cauza comportarii
eronate Tn cazul cresterii dimensiuni retelei neuronale. Codul initial este preluat din [3] si
modi cat pentru a putea utilizat pentru experimentele pe care le-am efectuat. In Figura 6.1

este prezentat codul sursa al algoritmului de propagare inainte. Se poate observa cat de
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Tncarcat este codul si cat de mult face apel la vectori STL. Timpul necesar pentru cele 10000
de imagini ale setului de test a fost de 11.67 secunde. Ca observatie, timpul necesar pentru
intreg algoritmul de propagare inainte pentru toate cele 10000 de imagini ale setului de test
din MNIST a fost de 27 de secunde.

Figura 6.1: Codul sursa al algoritmului de propagare Tnainte pentru varianta C++ cu vectori
STL.

6.1.2 Varianta C++ far a vectori STL

Aceasta varianta (Figura 6.2) reprezinta prima tentativa de optimizare prin rescrierea progra-
mului de antrenare a retelelor neuronale arti ciale pe procesoare x86. Scopul ei a fost acela
de a veri ca gradul de accelerare a executiei fat a de varianta open source modi cat a, care
se baza excesiv pe clase si pe vectori STL. Datele referitoare la iesirile neuronilor, precum si
la ponderi au fost restructurate astfel incat accesele la memorie sa e cat mai grupate. Pen-
tru cresterea vitezei acceselor la memorie, toti vectorii au fost alocati la adrese de memorie
aliniate la 64 octeti [5]. S-a incercat eliminarea indirectarilor inutile prin precalcularea valorilor
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Figura 6.2: Codul sursa al algoritmului de propagare Thainte pentru varianta C++.

necesare. Dupa toate aceste optimizari timpul de rulare pentru stratul L3 a scazut la 4.39
secunde. Aceasta inseamna o crestere a vitezei de 2,65 ori fata de varianta originala.

Ca observatie, timpul necesar pentru intreg algoritmul de propagare Tnainte pentru toate
cele 10000 de imagini ale setului de test din MNIST a scazut de la 27 de secunde la 9.97
secunde.

6.1.3 Varianta SSE2

Cautand noi metode pentru a creste viteza algoritmului, am recurs la limbajul de asamblare.
Mai mult de atat, intrucat procesoarele pe care le foloseam, Intel Core2 Duo, dispuneau Si
de seturi de instructiuni paralele, am scris codul folosind aceste instructiuni.

Procesoarele x86 au incepand cu Intel Pentium MMX si AMD K& instructiuni SIMD (Single
Instruction Multiple Data). Daca prima extensie adaugata, MMX, a fost pentru numere ntregi,
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au urmat apoi seturi de instructiuni pentru calcule cu numere reale: SSE, SSE2, SSE3, SSE4,
SSE4.1, SSE4.2, 3DNow! si variantele sale. Detalii despre aceste seturi de instructiuni
paralele pot g asite in [25].

Figura 6.3: Codul sursa al algoritmului de propagare inainte pentru varianta C++ cu SSE II.

Procesoarele pe care le-am avut la dispozitie, Intel Core2 Duo 6600 si Intel Core2 Quad
6600 suporta maxim SSE3, astfel ca a trebuit sa limitez optimizarea codului la acest set
de instructiuni. Modelele noi de procesoare Core2 de la Intel, cele in tehnologie de 45nm,
suporta setul de instructiuni SSE4 care are o instructiune foarte importanta, MAD (Multiply
and Accumulate), foarte utila pentru calculul produsului scalar. Daca ar fost disponibil un
astfel de procesor, probabil ca viteza ar fost si mai mare, dar nu cu mult deoarece asa cum
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se poate vedea din Figura 6.3 in bucla de calcul a produsului scalar exista si alte instructiuni
care nu mai pot optimizate.

Deoarece a scrie cod in limbaj de asamblare nu e un lucru facil si dureaza destul de
mult, am ncercat sa evit scrierea Tn asamblor a intregului algoritm de calcul a stratului L3,
scriind o rutina care calculeaza produsul scalar a doi vectori de mari dimensiuni. Intrucat
stratul L3 se bazeaza pe calculul a 100 de produse scalare de vectori de 1251 de dimensiuni,
acest mod de evaluare a performantelor este adecvat si corect. Figura 6.3 prezinta codul
optimizat pentru instructiuni SSE3. Pentru documentare am folosit [52]. Codul sursa este
comentat Tn Figura 6.3, astfel ca nu va mai explicat din nou. Am implementat aceeasi rutin a
pentru produsul scalar si in C++, activand toate optimizarile pentru viteza ale compilatorului
VS C++ 2008, inclusiv folosirea de instructiuni SSE3. Th urma masurarii timpilor de executie
am constatat ca varianta scrisa in limbaj de asamblare este de 1.3 ori mai rapida decat cea
scrisa in C++. Extrapoland acest rezultat la problema calculului stratului L3, s-ar obtine 3.37s,
adica o accelerare de 3.46 ori fata de algoritmul initial.

Trebuie mentionat ca am utilizat valori de tip double, astfel ca instructiunile SSE au pre-
lucrat cate doua valori simultan. Puteam folosi si valori de tip oat, caz In care calculele
propriu-zise s-ar accelerat de dou a ori deoarece instructiunile SSE ar prelucrat cate patru
valori oat simultan. Pe ansamblu, ins a, accelerarea nu ar fost mult mai mare deoarece
algoritmul de calcul al produsului scalar este limitat de accesele la memorie.

Optimizarile pe procesor ar putea continua cu scrierea de cod paralel, care sa foloseasca
mai multe re de executie. Nu am evaluat aceast a posibiltate deoarece numarul de nuclee
dintr-un procesor este de maxim 4, iar placile gra ce au sute de nuclee de procesare, astfel
ca este imposibil ca orice optimizare pe procesor sa e mai rapid a decéat cea pentru placile
grace.

6.2 Variante GPU ale optimiz arii algoritmului de propagare
Tnainte

n ultimii ani viteza de procesare a placilor gra ce a crescut extrem de mult faf a de viteza
procesoarelor de uz general. Initial placile gra ce au fost proiectate pentru a efectua foarte
multe operatii gra ce in paralel. Desi aveau o putere de calcul destul de mare, aceasta
nu putea folosit a decéat foarte di cil - prin transformarea problemelor respective n operatii
gra ce - si in alte domenii. Jocurile si gra ca 3D sunt cele care vand cele mai multe pl aci
gra ce performante, astfel c a rmele produc atoare au proiectat cipuri capabile de a efectua
un numar din ce in ce mai mare de operatii. Gra ca 3D foloseste intensiv operatii cu numere
reale, de obicei in simpla precizie. Operatiile sunt simple, de obicei adunari si inmultiri, si mult
mai rar complicate: radical, functii trigonometrice etc. In timp, cipurile gra ce s-au trasformat
n procesoare gra ce (GPU - Graphics Processing Unit), devenind mult mai exibile, putéand
programate pentru a executa si alte operatii decat cele dedicate gra cii.

Pentru a putea efectua un numar atat de mare de operatii exista doua metode, un pro-
cesor unic la o frecventa foarte mare sau multe procesoare la frecvente moderate. Prima
varianta este folosita de procesoarele de uz general, iar tactul acestora nu a depasit nicio-
data limita de 4GHz. Puterea consumata creste rapid cu cresterea frecventei, tehnologia
actuala ne ind capabil a de a oferi frecvente mult mai mari la consumuri rezonabile de curent,
de exemplu un maxim de 150W. A doua varianta s-a dovedit a mult mai practic a, zeci, chiar
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Figura 6.4: Evolutia performantelor procesoarelor si a placilor gra ce. Preluare dup a [54].

sute de procesoare simple ce ruleaza la frecventa redusa pot efectua impreuna un numar im-
presionant de calcule in virgula mobila. Tn Figura 6.4 sunt prezentate vitezele in GFLOPS ale
placilor gra ce de la NVIDIA, precum si a procesoarelor de la Intel. Se poate observa foarte
clar ca pentru calcule masive placile gra ce sunt Tnaintea procesoarelor cu cateva generatii,
ceea ce se traduce in 5-10 ani. Cealalta rm a producatoare de placi gra ce, AMD-ATI, a scos
pe piata n ultimele luni placi gra ce chiar si mai performante: ATl Radeon HD 4850 atinge
1 TFLOPS, ATI Radeon HD 4870 - 1.2TFLOPS, si cea mai noua, ATlI Radeon HD 4870X2, -
2.4TFLOPS. Un alt aspect important in care placile gra ce exceleaz a este latimea de banda
la memoria placii gra ce, care este cu aproximativ un ordin de m arime mai mare decét cea a
procesoarelor la memoria RAM a sistemului. Trebuie avut in vedere ca absolut toate cifrele
prezentate Tn gra cele anterioare reprezint a maxime teoretice - atat pentru GPU-uri, cat si
pentru CPU-uri -, Tn practica performantele obtinute depinzand mult de problema si de abili-
tatea progamatorului. Tnsa, chiar si ine cient programate, GPU-urile sunt in marea majoritate
a cazurilor de céateva ori mai rapide decat CPU-urile.

Avantajele si dezavantajele GPU fata de CPU pot observate analizand Figura 6.6. Pro-
cesoare moderne dedica un spatiu foarte mare memoriei cache (60-90% din numarul de
tranzistoare) si relativ putine tranzistoare nucleelor de procesare a datelor care sunt in numar
de maxim patru (in viitorul apropiat rma Intel va scoate pe piat a procesoare cu sase nu-
clee). Tn schimb, GPU-urile folosesc cele mai multe tranzistoare pentru unitatile de calcul si
foarte putine pentru memoria cache. Sumarizdnd, CPU-urile au putine nuclee de executie,
dar care ruleaza la frecvente ridicate, au un numar mare de instructiuni si sunt foarte exibile,
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Figura 6.5: Comparatie intre evolutiile latimii de banda pentru memoria sistem (RAM) si
pentru memoria globala a placilor gra ce. Adaptare dup a [54].

au o memorie cache considerabila -ultimele procesoare de la Intel au 12MB cache L2- ce le
ofera acces rapid la date a ate la adrese aleatoare de memorie. GPU-urile au foarte multe
nuclee de executie - ATl 4870X2 are 2 800 nuclee dispuse Tn doua cipuri - care ruleaza
la frecvente scazute, nucleele sunt simple si nu ofera exibilitatea celor din CPU, memoria
cache este foarte putina, accesul la memoria globala ind foarte rapid numai dac a se face la
adrese consecutive de memorie.

O observatie importanta este ca atat pentru CPU, cét si pentru GPU, raportul dintre nu-
marul de operatii pe secunda si latimea de banda este aproximativ acelasi, 7. Acest lucru
arata ca pentru a folosi la maxim puterea de calcul a unui CPU sau a unui GPU, accesele
la memorie trebuie sa e mult mai reduse decat num arul de operatii asupra datelor. Din
acest motiv se spune ca problemele sunt limitate de memorie (memory bound) sau limitate
de CPU/GPU (CPU/GPU bound).

Odata cu dezvoltarea GPU-urilor, acestea au inceput sa e denumite GPGPU (General-
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Figura 6.6: Comparatie Intre alocarea tranzistoarelor pe suprafata de siliciu pentru GPU si
CPU. Preluare dupa [54].

Purpose GPU) pentru a evidentia ca au devenit mult mai exibile si pot utilizate si la alte
aplicatii decéat cele grace. Exista si 0 organizatie si un site dedicat programarii GPGPU-
urilor. Primele utilizari majore au fost Tn supercalculatoare distribuite la nivel planetar si au
fost folosite pentru studiul plierii proteinelor - Folding@home - [2], pentru detectarea stelelor
neutronice rotitoare - Einstein@Home [1].

Programarea GPU-urilor se face folosind stream computing (programarea uxurilor de
date) si este un mod particular de paralelism care impune anumite limite felului Tn care sunt
create, executate si sincronizate rele de executie. Toate aceste particulariz ari fac ideal acest
mod de paralelism pentru probleme care au urmatoarele proprietati:

densitate mare de calcule pentru ecare element care este prelucrat,

paralelism la nivelul datelor: aceeasi rutina (kernel) poate aplicat a pentru multe date
diferite,

datele sunt consistent localizate: informatiile necesare unei instante a kernel-ului se
a a distribuite in memorie Tntr-un mod similar cu datele celorlalte instante ale kernel-
ului. Aceasta constrangere a devenit din ce Tn ce mai laxa odata cu cresterea exibilit atii
GPU-urilor.

6.2.1 Varianta BROOK+

Limbajul BROOK+ [7] este derivat din limbajul BROOK dezvoltat la Stanford [66] pentru
programarea uxurilor de date (stream computing). BROOK+ este speci c pl acilor gra ce
AMD/ATI si reprezinta un nivel de abstractizare peste nivelul limbajului de asamblare al pro-
cesoarelor gra ce.

in sectiunea anterioara precizam ca performantele ultimelor placi de la ATI sunt impresio-
nante, intre 1”TFLOPS si 2.4 TFLOPS, toate avand acelasi cip gra ¢, RV770 [6], diferind prin
frecventa acestuia si prin tipul si frecventa memoriei utilizate (GDDR3 sau GDDRS5). Placa pe
care am avut-o la dispozitie este ATl Radeon HD 4850, avand 800 de procesoare ruland la
625MHz, pentru o viteza maxima de 625MHz  80Qprocessors 2FLOP=Hz=processor=
ITFLOPS. Desi este cea mai putin performanta dintre placile cu GPU RV770 (seria 48xx),
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Figura 6.7: Codul sursa al algoritmului de propagare Tnainte pentru varianta BROOK+.

pentru preful de 199USD ofera o viteza maxima de calcul care este mult superioara fata de
orice CPU existent.

Am Tnceput optimizarea algoritmului de propagare Tnainte pe GPU-uri folosind aceasta
placa si limbajul BROOK+. Firma AMD-ATI are o mare problema in partea de software a
stream computing. Daca placile gra ce la nivel hardware sunt excelente, softul (SDK-ul) las a
foarte mult de dorit. Este documentat foarte putin, implementarea limbajului BROOK+ nu este
nalizat a, implicand multe limitari in modul in care trebuie scrise programele. Unicele surse
de documentare gasite au fost [7] si [66]. Pe site-ul AMD exista un forum dedicat stream
computing, dar cei care se ocupa de dezvoltarea limbajului BROOK+ raspund, daca o fac,
cu intarziere destul de mare. Cum nu exista alte surse de informatii, iar a experimenta mai
mult sau mai putin haotic Tn Tncercarea de a a cum functioneaz a unele aspecte ale limbajului
BROOK+ nu este deloc e cient, timpul necesar inv atarii acestui limbaj pentru a-I putea aplica
cu succes este Indelungat, iar rezultatele pot mediocre. La momentul cand au ap arut placile
din seria 48xx (iunie-iulie 2008) SDK-ul era la versiunea 1.1. Pro ler-ul nu functiona pe pl acile
din noua serie. Cel mai descurajant aspect este lipsa posibilitatii de depanare automatizata,
neexistand un debugger! Astfel ca orice depanare trebuie facuta terminand toate rele de
executie pentru ca numai din codul scris pentru CPU se pot face a s ari.

Un alt aspect negativ al limbajului BROOK+ este nivelul Tnhalt al acestuia, nivel care nu
permite accesul la nivel scazut asupra hardware-ului. Avand in vedere complexitatea unui
program cu foarte multe re de executie, accesul la nivel sc azut este obligatoriu pentru a
putea scrie programe performante. Compilatorul nu poate decét in putine cazuri sa produca
optimizarile necesare. Exista, intr-adevar, si un limbaj de asamblare pentru GPU, dar este la
fel de slab documentat. Se va vedea in sectiunea referitoare la limbajul CUDA ce diferenta
exista intre BROOK+ si CUDA in privinfa documentatiei, a accesului la nivel scazut al hard-
ului, usurintei de a scrie si depana programe etc.

Cu toate aceste limitari am incercat scrierea de cod BROOK+ pentru algoritmul de propa-
gare Tnainte. Dupa Tndelungate incercari nereusite, am ajuns la algoritmul din Figura 6.7.

Nu voi detalia modul de functionare al limbajului BROOK+, insa cateva explicatii asupra
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codului din Figura 6.7 sunt necesare. Cuvantul cheie kernel speci c a faptul ca aceasta rutina
va executat ain paralel pentru ecare element al stream-ului de iesire stari. Parantezele <>
speci ¢ a natura de stream a parametrului stari. Se poate conceptualiza in felul urmator: daca
stream-ul (vector-ul) are n elemente, atunci pentru ecare element al s au se va executa logic,
n paralel cate o instranta a kernel-lului, pentru un total de n re de executie. Din conside-
rente zice, num arul de instante executate Tn paralel este limitat de numarul de procesoare
si de alte aspecte ale arhitecturii procesorului gra c. Dac a un stream este precizat folosind
parantezele <>, atunci Tn instanta curenta poate utilizat numai elementul corespunz ator in-
stantei. Daca este necesar ca un kernel sa foloseasca date de oriunde dintr-un parametru de
tip stream, atunci se folosesc parantezele drepte pentru respectivul stream. Recapituland, <>
inseamna acces numai asupra elementului curent, iar [] - acces la orice element al stream-
ului. Este bine a se evita accesul cu paranteze [], deoarece accesele la locatii aleatoare de
memorie este foarte lent.

Functia nu este optimizata pentru un strat anume al retelei, putand utilizat a pentru orice
tip de retea cu propagare inainte. Parametrul intr este un stream unidimensional care contine
iesirile neuronilor de pe stratul anterior, idx_p este un stream bidimensional ce contine pon-
derile tuturor conexiunilor neuronilor de pe stratul curent, idx_s este un stream bidimensional
ce contine indici ai neuronilor stratului anterior, iar nrc este numarul de conexiuni ale ec arui
neuron, considerat in aceasta implementare a acelasi pentru tofi neuronii unui strat.

Tipul oat2 Tmpacheteaza doua valori de tip oat, accesibile cu .x si .y. Variabila step
este initializata cu valoarea {1,0}, deoarece 1 reprezinta pasul necesar trecerii la conexiunea
urmatoare. Este de tip oat2 deoarece tabloul in care se foloseste acest pas pentru incre-
mentarea indicelui idx este bidimensional. Pe randul 9 se selecteaza neuronul corespunzator
instantei curente a kernel-ului. Functia indexof() returneaza indicele elementului care este
prelucrat de instanta curenta a kernel-ului. Pe randul 10 se incarca bias-ul si apoi se trece
la urmatoarea conexiune pe randul urmator. Bucla de la randurile 12-16 calculeaza restul
produsului scalar. La nal se aplic a functia de activare asupra rezultatului produsului scalar
si se stocheaza aceasta valoare in elementul din stream-ul de iesire, element corespunzator
instantei kernel-ului.

Ca performanta, aceasta rutina lasa foarte mult de dorit. Timpul necesar pentru cele
10000 de imagini din setul de test al MNIST a fost de peste 15 secunde pentru L3, deci de
cateva ori mai mare decéat varianta pe procesor. Acest lucru demonstreaza cat de slab este
compilatorul de BROOK+ pentru anumite probleme. Tn cazul de fata nu este folosita nici
macar 0.5% din puterea procesorului gra c.

Tn data de 10 septembrie 2008 a aparut noua versiune a SDK-ului de la AMD-ATI. Versi-
unea 1.2 are o documentatie imbunatatita si limbajul BROOK+ a fost si el putin dezvoltat.
Avand Tn vedere aceste aspecte si faptul ca in ultimele luni am inceput sa inteleg mai
bine (scriind programe in CUDA pentru GPU-uri NVIDIA - detalii in sectiunea urmatoare)
modul Tn care trebuie scrise programele pentru a e ciente pe arhitecturi GPU, n viitor voi
reevalua posibilitatea scrierii algoritmilor de invatare ai retelelor neuronale arti ciale in limba-
jul BROOK. Insa, atata timp cat nu vor documentate detaliile arhitecturale ale RV770 si nu
vor puse la dispozitia programatorului prin extensii BROOK+, este total improbabil ¢ a se va
ajunge la performante apropiate de cele de care este capabil la nivel hard GPU-ul RV770.



6.2. VARIANTE GPU ALE OPTIMIZ ARII ALGORITMULUI DE PROPAGARE INAINTE 71

Figura 6.8: Arhitectura GPU-urilor de la NVIDIA (seriile GeForce 8 si 200). Preluare dupa
[65].

6.2.2 Variantele CUDA

Celalalt mare producator de placi gra ce este NVIDIA. Este si cel mai mare, avand o cot a de
piata de peste 60%. Tn anul 2006 a introdus limbajul CUDA (Compute Uni ed Device Archi-
tecture) [55] special conceput pentru GP-GPU (General Purpose GPU). Acesta functioneaza
pe toate placile gra ce din seriile GeForce 8 si GTX 200, in lume existand aprope 100 de
milioane de astfel de mini supercomputere, cum mai sunt numite datorita puterii mari de cal-
cul. Spre deosebire de limbajul BROOK+ de la AMD-ATI, CUDA este mult mai dezvoltat si
permite mult mai facil accesul la resursele hardware ale GPU-urilor. De asemenea, exista
mod debug si depanarea se face aproape ca n orice compilator de C. Tn plus, exista si un
program de analiza a performantelor programelor (pro ler) scrise Tn CUDA.

De la NVIDIA am avut la dispozitie modelul de varf, GTX 280. Acesta a aparut in luna iunie
2008. Este un procesor care contine foarte multe tranzistoare, peste 1.4 miliarde, gravate in
tehnologie de 65nm. Frecventa procesorului este 602MHz, iar a ALU-urilor (unitati aritmetico-
logice) 1297MHz. Contine 30 de multiprocesoare ecare avand 8 procesoare, pentru un total
de 240 de procesoare. Viteza maxima de procesare este 1296MHz  24Qprocessors
3F LOP=Hz=processor = 933GFLOP S. Memoria folosita este de tipul GDDR3, ruland la
1107MHz si ind conectat a la GPU printr-un bus foarte lat, de 512 biti (8 canale a 64 de biti).
Latimea de banda maxima este de 110MHz  64bytes=transfer  2transfers=Hz =
141GB=s. 1n con guratie standard, memoria este de 1GB si este Imp artita in 8 canale de
128MB ecare.

n Figura 6.8 este descrisa la modul general arhitectura ultimelor doua generatii de pro-
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cesoare gra ce, cele din seriile GeForce 8 si GTX 200. Tn cazul lui GTX 280 N=30, iar M=8.
Fiecare multiprocesor are 16KBytes de memorie partajata ce poate accesat a de toate cele
8 unitati de calcul pe care le contine multiprocesorul.

Memoria partajata este foarte rapida, apropiata de viteza registrilor, scrierile si citirile
durand numai 4 impulsuri de tact. Un aspect important al memoriei partajate este acela ca
este Tmpartita in 8 bancuri de cate 1KBytes, accesele la aceste bancuri putandu-se efectua
simultan. Adresele bancurilor sunt intretesute la nivel de oat, astfel ¢ a bancul O are adresele
0, 32,64 ..., bancul 1 - 1, 33, 65 ... etc. Nerespectarea accesarii in acest mod a memoriei
duce la con icte de banc, care genereaz a intarzieri Tn executie. GTX 280 are o facilitate in
plus, aceea de a permite tuturor celor 8 procesoare dintr-un multiprocesor sa citeasca simul-
tan aceeasi locatie de memorie partajata. n literatura aceasta memorie mai este denumita
si memorie cache gestionata de programator (user managed cache). Avand in vedere ca
memoria globala - 1GB GDDR3 - este mult mai lenta decat memoria partajata, unul din mo-
durile n care se pot accelera calculele este acela de a aduce ih memoria partajata datele
care sunt accesate de mai multe ori.

Fiecare multiprocesor are propriul set de registri pe care Ti distribuie celor opt procesoare
pe care le contine. Numarul maxim de registri disponibili unui multiprocesor este 8192.

Oricare din cele 8 procesoare poate citi din memoria globala, sau din memoria pentru
texturi sau memoria constantelor. Tn cazul ultimelor doua tipuri de memorie, accesele se fac
prin intermediul unei memorii cache de 8KBytes.

Accesele la memoria globala nu sunt intermediate de nicio memorie cache. Din acest
motiv, accesele la memoria globala sunt e ciente numai dac a se fac la adrese consecutive.
Tn plus, e bine ca prima adresa sa e aliniat a la nivel de 64 de bytes, cat este dimensiunea
magistralei, altfel efectuandu-se cel putin un acces suplimentar. Timpul de acces aleator la
memoria globala este de 400-600ns. Accesele consecutive se fac apoi la cate un tact dis-
tanta. Th cazul cel mai nefavorabil, cand toate accesele sunt aleatoare, neexistand localizare
spatiala sau temporala, latimea de banda a memoriei scade de la 141GB/s la aproximativ
8MB/s! Din acest motiv este obligatoriu ca datele sa e accesate astfel incat s a existe lo-
calizare spatiala si temporala. Pro ler-ul care exist a in SDK analizeaza si aceste aspecte,
oferind informatii utile in pastrarea coeziunii acceselor la memorie.

n continuare va descris pe scurt cum functioneaz a un program CUDA. Fiecare program
este impartit In foarte multe re de executie (thread-uri) care apoi sunt rulate logic in paralel.
De fapt, thread-urile sunt organizate intr-un grid bidimensional care este format din mai multe
blocuri de thread-uri (Figura 6.9). Fiecare bloc este executat de catre un singur multiprocesor,
toate procesoarele dintr-un multiprocesor executand aceasi instructiune la un anumit moment
de timp. Pe un multiprocesor pot rula mai multe blocuri logic in paralel, dar zic iterativ.
Pentru detalii poate consultat a documentatia din SDK [54]. Detalii interesante pot g asite
si In seria de articole din [26]. Exista foarte multe articole si prezentari despre modul de
functionare al CUDA, precum si despre cum trebuie scrise programele pentru a rula cat mai
optim din prisma vitezei, dar nu vor ngirate aici pentru a nu aglomera explicatiile. Tntrucat
limbajul CUDA este predat si in cadrul universitatilor, un mod bun de a gasi documentatie este
de a cauta cursurile a sate pe pagina www.nvidia.com/object/cuda_university_courses.html.

Deoarece acest capitol are ca scop optimizarea performantelor pe diverse arhitecturi, se
vor descrie Tn continuare aspecte ce trebuie avute in vedere pentru a obtine programe per-
formante. Informatiile oferite reprezinta o sinteza a articolelor si prezentarilor de pe pagina
www.nvidia.com/object/cuda_university_courses.html. Exista si alte aspecte mai putin impor-
tante si nu atat de e ciente pentru procesul de optimizare, dar nu vor expuse deoarece nu
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Figura 6.9: Organizarea thread-urilor. Adaptare dupa [56].

le-am folosit Tn rutinele ce urmeaza.

eliminarea buclelor
— se face cu directiva de compilare #pragma unroll n, unde n este o constanta care
speci ¢ a numarul de iteratii care vor efectuate

— utila doar daca numarul de iteratii este cunoscut aprioric, altfel trebuie efectuate
alte arti cii de programare

— am obtinut o reducere a timpilor de executie cu aproximativ 40% pentru bucle mari
ce calculau produse scalare (de exepmlu in Figura 6.11 randurile 198-200)
memoria globala

— accesele trebuie sa e localizate spatial si temporal

— este bine a accesat a cat mai putin

— accesele aleatoare sunt de peste 100 de ori mai lente decéat cele la memoria
partajata

memoria partajata

— trebuie folosita de ecare dat a cand se citesc repetat aceleasi locatii de memorie

— trebuie evitate con ictele de banc
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— thread-urile trebuie sincronizate Thainte de a citi din memoria partajata

— ecare bloc este bine s a folosesca cat mai putina memorie partajata pentru a
putea rulate logic Tn paralel mai multe blocuri de thread-uri pe ecare multipro-
cesor

numarul de blocuri ale gridului

— trebuie sa e su cient de mare pentru ca multiprocesoarele s a aiba ce rula

— cu cat sunt mai multe blocuri alocate unui multiprocesor, cu atat mai bine sunt as-
cunse latentele la memoria globala: cand un bloc asteapta dupa memoria globala,
este pus in coada de asteptare si controlul este dat urmatorului bloc

numarul de thread-uri din ecare bloc e bine sa e multiplu de 32 pentru a trimise
spre executie cat mai e cient

Optimizarea kernel-urilor pentru straturile retelei neuronale

Din multitudinea de variante incercate vor prezentate dou a dintre ele, cele mai performate.
Prima varianta este prezentata in gurile 6.10 si 6.11 si implementeaz a intreg algoritmul de
propagare nainte. Tn prima gur a sunt implementate straturile de convolutie L1 si L2.

Stratul L1 contine 6 harti de convolutie de dimensiunea 13 13, Este creat un grid cu 6
blocuri a 169 de thread-uri ecare. Speci catorul __global __ arata ca functia (kernel-ul) este
apelata de catre CPU, dar ruleaza pe GPU. Intrucat iesirile stratului anterior vor folosite la
calculul mai multor produse scalare, au fost incarcate Tn memoria partajata (declaratia este la
randul 97, iar Tncarcarea la randurile 102-104). Deoarece memoria partajata are 16 bancuri,
pentru a nu genera con icte de banc doar thread-urile corepunz atoare primilor 16 neuroni se
ocupa de incarcarea datelor in memoria partajata. Variabila btidx contine indicele thread-ului
in blocul curent, iar idx - indicele Tn Intregul grid. La Tncarcarea iesirilor stratului anterior se
foloseste btidx deoarece ecare bloc trebuie s a incarce datele intrucat memoria partajata
este la nivel de bloc, iar iesirile stratului anterior sunt necesare in toate blocurile.

Speci catorul __shared _ precizeaza ca respectiva variabila este alocata in memoria
partajata. Pentru acest strat, si numarul ponderilor este redus, existand numai 156 de pon-
deri, cate 26 pentru ecare hart a de convolutie. Fiecare bloc trebuie sa incarce (randurile
106-108) numai 26 de ponderi deoarece executa calcule doar pentru una din harti. Deoarece
sunt numai 26 de ponderi, am lasat un singur thread sa se ocupe de incarcare, thread-ul O
al ec arui bloc. Apelul __syncthreads() asigura ca ecare bloc are toate datele nc arcate in
memoria partajata. In acest moment poate incepe calculul produselor scalare. La randul 112
ecare thread initializeaz a valoarea produsului scalar cu valoarea bias-ului, urménd ca pe
randurile 114-117 sa e adunate produsele dintre ponderi si iesirile corespunz atoare ale stra-
tului anterior. Cele doua for-uri aplica calculul pe un nucleu de 5x5 neuroni. La nal (randul
118) este calculata iesirea neuronului curent prin aplicarea functiei de activare asupra valorii
produsului scalat. Rezultatul este memorat in memoria globala.

Stratul L2 contine 50 de harti de convolutie ecare a 5 5 neuroni. Fiecare neuron al
ec arei harti este conectat cu cate 25 de neuroni din ecare harta de pe L1. Se creaza un
grid cu 50 de blocuri, ecare bloc calculand valorile neuronilor dintr-o hart a, avand, deci, 25
de thread-uri. Ca si la stratul precedent, iesirile de pe stratul anterior, precum si ponderile
dintre straturi sunt incarcate in memoria partajata. Avantajul straturilor de convolutie este ca
folosesc un numar restréans de ponderi pe care le reutilizeaza. Réandurile 129-135 produc
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incarcarea datelor in memoria partajata si asigura sincronizarea thread-urilor la nal. Ran-
durile 137-145 calculeaza valorile neuronilor de pe stratul L2 intr-un mod similar cu algoritmul
stratului L1. Al treilea for, cel mai interior, selecteaza hartile din stratul L1.

Figura 6.10: Kernel-urile pentru straturile de convolutie.

Stratul L3 (Figura 6.11) este total conectat cu stratul anterior. Fiecare din cei 100 de
neuroni ai stratului este conectat cu ecare din cei 1250 de neuroni de pe L2, deci ecare
neuron are 1251 de conexiuni, una ind pentru bias. Exista 100 1251 = 125100conexiuni
si tot atatea ponderi. La acest caz ponderile nu se refolosesc, ci sunt utilizate o singura data.
Oricum, sunt mult prea multe pentru a putea inc arcate in memoria partajata. Din aceste
motive ele vor ramane n memoria globala si vor citite numai cand este nevoie de ele. Tn
schimb, cele 1250 de iesiri ale neuronilor de pe stratul L2 sunt utilizate ecare de circa 100
de ori. Fiind putine si des accesate este foarte indicat a nc arcate in memoria partajata. La
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executie este trimis un grid cu un singur bloc a 100 de thread-uri.

Ré&ndurile 185-189 din Figura 6.11 declara variabilele locale necesare si calculeaza indi-
cele thread-urilor la nivel de grid. Urmeaza (randurile 191-194) incarcarea iegirilor neuronilor
de pe stratul L2 iIn memoria partajata a blocului, nalizata cu sincronizarea thread-urilor.
Este obligatorie aceasta sincronizare deoarece numai primele 16 thread-uri ale blocului de
100 de thread-uri participa la Tncarcarea memoriei partajate. Fara sincronizare thread-urile
ce nu efectueaza incarcarea ar trece la executia instructiunilor urmatoare care citesc date
din memoria partajata care inca nu ar intr-o stare coerent a, procesul de incarcare ne ind
nalizat.

Figura 6.11: Kernel-urile pentru straturile complet conectate.

Tn continuare (randurile 196-201) se calculeaza produsul scalar corespunzator si se aplica
functia de activare asupra rezultatului. La nal are loc scrierea iesirii neuronului Tn memoria
globala. Sunt necesare céateva precizari pentru operatiile de la randul 200. Ca si la celelalte
straturi, output se alfa in memoria partajata. In schimb, ponderile currLW se a a in memoria
globala care pentru a rapid a trebuie accesata incepand de la adrese multiplu de 64bytes,
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cét este latimea magistralei, iar adresele locatiilor accesate este bine sa prezinte localizare
spatiala si temporala. Acest lucru inseamna ca citirile pe care le efectueaza thread-urile
gridului trebuie sa e concentrate, nu r as rate aleator prin memorie, iar aceste citiri (acces ari,
la modul general) trebuie sa e f acute cvasisimultan. Daca sunt respectate aceste principii,
atunci accesele vor grupate de ¢ atre GPU si executate in paralel. Tn mod normal, ponderile
erau stocate in memorie in felul urmator: cele 1251 de ponderi ale neuronului 0, urmate de
cele 1251 de ponderi ale neuronului 1, si tot asa pana la neuronul 99. Considerand ca thread-
urile ruleaza in paralel, la un moment dat, ecare thread acceseaz a ponderea cu acelasi
indice din lista de ponderi corespunzatoare lui. Aceasta inseamna accese la adresele: 1251

4 0,1251 4 11,1251 4 2etc (4 apare din cauza ca sizeof( oat)=4). Evident, nu este
respectata regula localizarii spatiale. Din acest motiv vectorul de ponderi a fost reordonat n
felul urmator: primele 100 de valori reprezinta cele 100 de bias-uri ale neuronilor, urmatoarele
100 de valori reprezinta ponderile spre neuronul 0 al stratului L2 si tot asa. In acest mod se
respecta regula localizarii spatiale. Numarul 128 apare in loc de valoarea 100 pe randul 200
deoarece am dorit ca accesele sa inceapa la adrese multiplu de 64 bytes. Tn acest mod
nu sunt facute doua accese n loc de unul in cazurile in care datele se intind in doua blocuri
diferite chiar daca dimensiunea lor cumulata este de cel mult 64 bytes. Bineinteles, tabelul de
ponderi este creat astfel incat ponderile corespunzatoare unui neuron de pe stratul anterior
sa se ae la multiplii de 128. Aceasta inseamn a ca tabelul contine cate 28 de elemente
neutilizate pentru ecare 100 de ponderi. Se "pierd" astfel 28 1251 sizeof (float) =
140112bytes, ceea ce este nesemni cativ avand Tn vedere ¢ a memoria globala este de 1GB.

Pentru GTX 280 alinierea la multiplii de 128 nu aduce nicio crestere de viteza deoarece cir-
cuitele hard care acceseaza memoria globala au fost mult imbunatatite fata de seria GeForce
8 unde acestea erau mult mai simple. La seria GeForce 8 alinierea datelor la multiplii de 128
se manifesta intr-o crestere observabila a vitezei de executie (10-40%), in functie de pro-
blema).

Stratul L4 nu va mai detaliat ind foarte asem anator cu stratul L3. Codul din Figura 6.11
este su cient pentru Tnfelegerea function arii sale.

Cu aceasta varianta am obtinut un timp de rulare pentru kernel-ul stratului L3 pentru cele
1000 de imagini ale setului de test MNIST de 1.60 secunde, de 2.75 ori mai rapid decéat
algoritmul optimizat pentru procesor. Este 0 accelerare semni cativ a, dar totusi mica avand
in vedere diferenta de performanta dintre placa gra c a si CPU. Era evident ca se poate mult
mai bine din urmatoarele doua motive:

am testat algoritmul pe doua placi gra ce diferite GTX 280 si Quadro NVS 290. Desi
ultima are performante teoretice de peste 30 de ori mai slabe decat GTX 280, timpii
obtinuti cu ea au fost de numai 3-4 ori mai mari. Aceasta arata ca nu foloseam decét
putin din potentialul placii GTX 280,

Tntrucat problema este limitata de viteza memoriei (memory bound problem) am calcu-
lat pentru stratul L3 latimea de banda utilizata. Citirea iesirilor stratului L2, a ponderilor
stratului L3, precum si scrierea iesirilor stratului L3 totalizeaza 1250+1251 100+100 =
126450 oat-uri, adic a 505800 octefi cititi/scrisi pentru o imagine (acesta ignorand
octetii cititi inutil pentru pastrarea alinierii datelor). Pentru toate cele 10000 de ima-
gini, inseamna 5058000000 octeti, adica 4.71 GB accesati in 1.6 secunde. Latimea de
banda folosita este de 2.94 GB/s. Avand in vedere ca GTX 280 are o latime de banda
de 141GB/s se poate observa cat de ine cient este utilizat a. Th schimb, 2.94GB/s este
aproape de limita maxima a placii NVS 290, aratand inca o data ca modul in care am
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scris kernel-ul nu este unul scalabil, ne ind capabil de a utiliza resursele pl acii GTX
280.

Figura 6.12: Kernel-urile pentru stratul L3.

In a doua varianta am continuat optimizarea kernel-ului pentru stratul L3. Varianta an-
terioara era ine cient a deoarece pentru a nu incarca repetat in memoria partajata iesirile
neuronilor de pe stratul L2, am ales o con guratie cu un singur bloc a 100 de thread-uri. Cum
un bloc este trimis la executie la un singur multiprocesor, se poate observa céat de ine cient
am utilizat cele 30 de multiprocesoare din GTX 280. Ar trebui sa avem cel putin 30 de blocuri
pentru a ocupa GPU-ul, asta daca ignoram latentele la memorie pentru ascunderea carora se
precizeaza ca este bine sa existe mai multe blocuri disponibile pentru ecare multiprocesor,
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in timp ce unul asteapta dupa memoria globala, altul poate deveni activ si executa operatii.

Solutia simpla ar fost imp artirea blocului de 100 de thread-uri in 34 de blocuri a 3
thread-uri ecare, ultimul bloc contindnd numai un thread. Sunt trei dezavantaje. Primul este
numarul mic de thread-uri dintr-un bloc, numai 3, fata de cel putin 32 cat e recomandat. Apoi,
ecare thread are mult de calculat - un produs scalar intre doi vectori a 1251 de elemente.
La nal, memoria partajat a a ec aruia din cele 34 de blocuri ar trebuit umplut a cu date din
memoria globala. Se observa ca aceasta solutie are ceva comun cu cea anterioara: numarul
de 100 de thread-uri.

Solutia mai complicata rezolva problema numarului mic de thread-uri prin divizarea cal-
culului produselor scalare Tn mai multe parti. Din acest motiv avem nevoie de doua kernel-
uri, unul care calculeaza sumele partiale, si unul care formeaza rezultatul nal din aceste
sume partiale (Figura 6.12). Comunicatia dintre kernel-uri se face prin memoria globala
folosind parametrul partialsum. Deoarece dorim sa ocupam toate cele 30 de multiproce-
soare ale GTX 280, vom crea 30 de blocuri. Avem 1250 de produse ce trebuie apoi adunate,
deoarece pentru bias nu trebuie sa efectuam nicio Tnmultire. Numarul 1250 nu se divide cu
30. Ar indicat s a folosim o repartizare uniforma deoarece ecare bloc ar avea exact acelasi
numar de thread-uri si nu ar trebui sa mai punem instructiuni conditionale in kernel. Pen-
tru a rezolva acest aspect, completam cu neuroni cu iesire nula stratul L2. Avem nevoie de
d1250div 30e 30 = 1260 neuroni, deci mai adaugam 10 neuroni ctivi pe stratul L2. Deci,
vom avea 40 de blocuri a 100 de thread-uri ecare (randurile 3 si 4), iar ecare thread va
calcula suma partiala formata din d1250div 30e = 42 de produse. Dimensiunea necesara
pentru partialsum este de 30 100 sizeof (float ), dar vom aloca 30 112 sizeof (float)
pentru a avea datele aliniate la 64 de octeti.

Kernel-ul 3A calculeaza sumele partiale. Incepe prin a incarca in memoria partajata cele
42 de iesiri de pe stratul anterior (randurile 23-25). Numai primele 42 de thread-uri efectueaza
incarcarea, restul asteapta la bariera de sincronizare (randul 25). Urmeaza calculul sumelor
partiale si scrierea rezultatelor Tn partialsum.

Kernel-ul 3B foloseste sumele partiale calculate de 3A pentru a obtine rezultatul nal. Tn
urma mai multor teste, am gasit drept con guratie optim a 4 blocuri a 25 de thread-uri ecare
(randurile 8-10). La randul 37 se initializeaza produsul scalar cu valoarea de prag (bias), iar
la rdndurile 39 si 40 se aduna cele 30 de sume partiale, urmand ca la randul 41 sa se aplice
functia de activare si sa se memoreze rezultatul Tn variabila de iesire.

Acest mod de a scrie algoritmul de calcul pentru L3 a dus la scaderea timpului de rulare
pentru stratul L3 pana la 0.2 secunde, ceea ce este de 21.95 ori mai rapid ca varianta C++
optimizata. Folosind calcule similare cu cele de la prima varianta scrisa ih CUDA, am obtinut
pentru latimea de banda utilizata de acest strat valoarea de 38 GB/s.

6.3 Concluzii

In capitolul dedicat experimentelor am ajuns la concluzia ca unul din modurile in care rata
de recunoastere poate Tmbun atatita este antrenarea clasi catorilor cu imagini mai mari.
Acest lucru implica retele neuronale mai mari, antrenarea carora va dura mult mai mult timp.
Folosind programele existente deja, timpul de antrenare s-ar intinde pe mai multe saptamani.
De aceea devine necesara cautarea unor solutii mai rapide.

Pentru ca scrierea tuturor programelor pentru ecare tip de optimizare ar durat multe luni
de zile, am ales un mod mai simplu de a testa diferitele moduri de optimizare. Mai exact, am
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Figura 6.13: Gradul de accelerare a diferitelor variante de kernel pentru stratul L3. Referinta
este considerata varianta C++ optimizata, fara vectori STL.

ales o parte reprezentativa a algoritmului retelelor neuronale si am implementat-o in diverse
moduri. Pentru experimentele de optimizare am ales stratul L3 al 1RNC (reteaua neuronala
la nivel de cifra). Acest strat este cel mai mare din ambii clasi catori folositi.

Am efectuat doua tipuri de optimizari folosind arhitectura x86 si apoi folosind GPU-urile.
Prima varianta optimizata folosind numai procesorul a implicat rescrierea in C++ a stratului
L3 si aranjarea datelor de intrare astfel incat sa e cat mai usor accesibile. S-a obtinut o im-
bunatatire semni cativ a fata de algoritmul initial, de 2.63 ori. Aceasta versiune de optimizare
a fost folosita drept referinta pentru celelalte tipuri de optimizari. Desi ar fost avantajos din
prisma marimii cifrelor, nu am folosit drept referinta varianta initiala deoarece este un algoritm
open source care este scris Intr-un mod didactic, nu avand ca principiu un timp cat mai mic de
rulare. Al doilea motiv pentru care am ales algoritmul C++ optimizat pentru a referint a este
ca doream sa compar arhitecturi diferite si nu este normal a compara o varianta neoptimizata
scrisa pe o arhitectura cu una optimizata scrisa pe cealalta arhitectura.

Pe arhitectura x86 am mai scris si 0 varianta in limbaj de asamblare ce foloseste instruc-
tiuni SIMD SSE3. Aceasta s-a dovedit a mai rapid a ca varianta C++ optimizata, dar nu
am folosit-o ca referinfa deoarece nu intentionam sa scriu in limbaj de asamblare variantele
pentru placile gra ce si s-ar ajuns la comparatii nefondate. In Figura 6.13 sunt prezentate
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accelerarile obtinute cu diferitele variante implementate.

Celalalt tip de arhitectura folosit a fost reprezentat de placi gra ce, asa numitele GPU-uri.
Am efectuat experimente cu GPU-uri atat de la AMD-ATI, cat si de la NVIDIA. Varianta scrisa
in BROOK+ pe placa AMD-ATI este foarte lenta deoarece nu este optimizata, documentatia
oferita de AMD-ATI ind mediocr a. De asemenea, BROOK+ nu ofera acces de nivel scazut la
arhitectura GPU, optimizarile ind | asate exclusiv ih seama compilatorului. Din aceste motive
si din cauza inexistentei unui debugger, am renuntat la a mai optimiza varianta BROOK+.

GPU-ul de la NVIDIA este mult mai usor de programat pentru a obtine performanta. Toate
de cientele ntalnite la BROOK+ nu exist a la limbajul CUDA folosit pentru GPU-urile NVIDIA.
Am implementat doua variante de optimizare, cea mai buna atingadnd o crestere a vitezei
de 21.95 ori. Tn cazul compararii timpului de rulare cu cel obtinut de varianta initiala, open
source, obtinem o crestere de performanta si mai mare, de 58.35 ori.

Optimizarile efectuate cu ajutorul GPU-urilor au aratat ca gradul de accelerare poate si
mai mare daca refeaua neuronala are dimensiuni mai mari. Accelerarea de 21.95 ori a fost
limitata de dimensiunea mica a retelei simulate.

Pentru a putea implementa e cient o refea neuronal a cu ajutorul GPU-urilor, este obli-
gatorie cunoasterea si accesul prin software a arhitecturii interne a procesorului grac. In
caz contrar, performantele obtinute sunt comparabile (sau chiar mai slabe) cu cele obtinute
utilizand CPU-uri.

Concluzia cea mai important a a acestui capitol este ¢ a placile gra ce reprezint a
cea mai performant a solutie de optimizare a algoritmilor retelelor neuronale ce poate

aplicat a. Algoritmii implementati pe GPU sunt de departe mult mai rapizi decét cei
implementati pe CPU, o accelerare de peste 20 de ori permitdnd antrenarea unor retele
mult mai complexe.



Capitolul 7

Concluzii

Tn acest capitol vor prezentate contributiile autorului, urmate de sumarizarea concluziilor
tezei. La nal vor expuse principalele directii de continuare a cercet arii.

7.1 Contribufii

Crearea unui clasi cator pentru perechi de cifre partial suprapuse si demon-
strarea e cientei acestuia [20]. Acest clasi cator pune bazele construirii unui sistem
de recunoastere a sirurilor numerice cu numar nede nit de cifre, unite sau nu.

Crearea unui nou algoritm de recunoastere  [17] a sirurilor numerice scrise de ména.
Metoda propusa evita folosirea segmentarii prin utilizarea a doi clasi catori, unul la
nivel de cifra si unul la nivel de doua cifre partial suprapuse. Ratele de recunoas-
tere obtinute sunt foarte apropiate de cele mai bune existente in domeniu, cu toate
ca metoda nu foloseste nici segmentare, nici antrenare cu exemple negative. Pentru
evitarea antrenarii cu exemple negative, au fost concepute trei metode simple si e -
ciente de selectie a clasi catorului potrivit continutului imaginii. Analiza erorilor arat a
ca n cazul utilizarii antrenarii cu exemple negative, sistemul de recunoastere va ajunge
la rate de recunoastere comparabile, probabil chiar mai bune decéat cele mai e ciente
metode actuale, pastrand, insa, simplitatea data de neutilizarea segmentarii.

Accelerarea pasului de propagare Thainte  a retelelor neuronale de peste 20 de ori
folosind arhitecturi GPU, cu perspectiva maririi acestui factor pentru retele si mai mari.
Punerea bazelor crearii unui algoritm de antrenare pe GPU pentru retele neuronale
practic imposibil de antrenat pe CPU.

Crearea unui metode ce genereaza automat perechi de cifre partial suprapuse.
Crearea seturilor de imagini cu perechi de cifre partial suprapuse TDNS.

Crearea seturilor de imagini cu cifre LNIST.

Crearea seturilor de imagini cu siruri numerice 3DNS, 6DNS si 10DNS.
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Dezvoltarea unui algoritm de extragere automata a campurilor din formulare. Algoritmul
poate adaptat pentru a extrage campuri rectangulare din orice tip de formular.

Conceperea unui algoritm de clusterizare (concatenare) a imaginilor cu parti de cifre in
imagini de cifre sau de perechi de cifre.

7.2 Sumarul tezei

Teza propune o metoda e cient a pentru recunoasterea sirurilor numerice formate dintr-un
numar nede nit de cifre izolate sau partial suprapuse.

Tntrucat orice metoda trebuie validata, prezentarea incepe cu construirea unor seturi de
imagini pentru antrenarea si testarea clasi catorilor

Pentru antrenarea clasi catorului la nivel de cifra am creat seturile din LNIST (66214
imagini pentru setul de antrenare si 45398 de imagini pentru setul de test) prin extragerea de
imagini din NIST SD 19. Acestea sunt construite identic cu cele folosite de autorii din [44, 45]
pentru a permite 0 comparatie cat mai riguroasa a rezultatelor.

Pentru antrenarea clasi catorului la nivel de dou a cifre partial suprapuse (2RNC) am creat
seturile de antrenare si de test TDNS. Din NIST SD 19 au fost extrase 20000 de imagini de
cifre (10000 pentru antrenare si 10000 pentru test) din care s-au creat cate 200000 de imagini
cu perechi de cifre partial suprapuse atat pentru setul de antrenare, cét si pentru setul de test.
Pentru formarea imaginilor cu perechi de cifre partial suprapuse am dezvoltat un algoritm care
uneste cifrele In functie de morfologia acestora.

Daca imaginile setului LNIST au fost extrase pentru a folosite de c atre clasi catorul la
nivel de cifra, pentru cazul general, cel al sirurilor numerice formate din mai multe cifre, au fost
construite seturile de test 3DNS, 6DNS si 10DNS. Si in construirea acestor seturi am urmarit
obtinerea unor seturi cat mai apropiate de cele folosite de alti cercetatori pentru evaluarea
performantelor metodelor de recunoastere. Cele trei seturi sunt identice cu cele folosite Tn
domeniu, in limita informatiilor furnizate de autorii care le-au utilizat anterior.

Pentru extragerea din NIST SD 19 a imaginilor necesare construirii seturilor 3DNS, 6DNS
si 10DNS am elaborat un algoritm care foloseste o varianta a transformatei Hough pentru
detectarea liniilor din formularele NIST. Dupa detectia acestor linii, sunt detectate dreptun-
ghiurile ce Tncadreaza campurile dorite. Apoi are loc extragerea propriu-zisa a imaginilor si
se aplica un algoritm de Tnlaturare automata a posibilelor parti din dreptunghiul delimitator
care au fost extrase 1n acelasi timp cu imaginile sirurilor numerice. La nal a fost aplicat
un proces de inspectare si curatare manuala a imaginilor. Algoritmul de extragere automata
a imaginilor din campurile formularelor a diminuat considerabil timpul necesar construirii pe
cale manuala a celor trei seturi de test. De asemenea, algoritmul este destul de general,
putdnd adaptat facil pentru alte tipuri de formulare.

Dupa ce seturile pentru antrenare si testare au fost create, se trece la prezentarea sis-
temului de recunoastere . Se incepe cu antrenarea celor doi clasi catori. Ratele de eroare
obtinute sunt de 0.86% pentru o cifra, respectiv de 5.35% pentru doua cifre, ceea ce arata ca
RNC reprezinta o buna alegere atat pentru clasi catorul dedicat cifrelor, cat si pentru clasi -
catorul dedicat perechilor de cifre partial suprapuse.
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Folosind cei doi clasi catori si trei metode distincte de seletie a lor in functie de continutul
imaginii, am implementat sistemul de recunoastere a sirurilor numerice.

Ratele de recunoastere obtinute sunt: 93.77% pentru siruri de trei cifre (setul 3DNS),
92.52% pentru siruri de sase cifre (setul 6DNS) si 92.82% pentru siruri de zece cifre (setul
10DNS).

Desi RNC nu au fost antrenate cu exemple negative, rezultatele obtinute pentru seturile
de test 3DNS si 6DNS (pentru 10DNS nu exista date de comparatie in literatura) sunt mult
mai bune decét cele obtinute anterior in domeniu, cu retele neuronale arti ciale. Diferentele
ajung pana la cateva zeci de procente in cazul retelelor antrenate fara exemple negative.

Utilizarea combinatiei de clasi catori s-a dovedit a e cient a, rata de recunoastere cres-
cand fata de sistemul ce utilizeaza numai clasi catorul de cifre cu 4.47% pentru setul 3DNS,
respectiv cu 0.61% pentru setul 6DNS.

Metoda propusa ofera rate de recunoastere cu numai cateva procente (3.03% pentru
3DNS si 4.42% pentru 6DNS) mai mici decat cele mai bune rezultate obtinute anterior [44].
Avéand in vedere ca rezultatele sunt obtinute fara a aplica segmentarea si fara antrenare cu
exemple negative, ratele de recunoastere pot considerate foarte bune.

Concluzia experimentelor efectuate este ca unul din modurile in care rata de recunoastere
poate Tmbun atatita este antrenarea clasi catorilor cu imagini mai mari. Acest lucru implic a
retele neuronale mai mari, antrenarea carora va dura mult mai mult timp. Folosind programele
existente deja, timpul de antrenare s-ar intinde pe mai multe saptaméani. Din acest motiv
devine necesara cautarea unor solutii mai rapide

Pentru ca scrierea tuturor programelor pentru ecare tip de optimizare ar durat multe luni
de zile, am ales un mod mai simplu de a testa diferitele moduri de optimizare. Mai exact, am
ales o parte reprezentativa a algoritmului retelelor neuronale si am implementat-o in diverse
moduri. Pentru experimentele de optimizare am ales stratul L3 al 1IRNC (reteaua neuronala
la nivel de cifra). Acest strat este cel mai mare din ambii clasi catori folositi.

Am efectuat doua tipuri de optimizari folosind arhitectura x86 si apoi folosind GPU-urile.
Prima varianta optimizata folosind numai procesorul a implicat rescrierea in C++ a stratului
L3 si aranjarea datelor de intrare astfel incat sa e cat mai usor accesibile. S-a obtinut o im-
bunatatire semni cativ a fata de algoritmul initial, de 2.63 ori. Aceasta versiune de optimizare
a fost folosita drept referinta pentru celelalte tipuri de optimizari. Desi ar fost avantajos din
prisma marimii cifrelor, nu am folosit drept referinta varianta initiala deoarece este un algoritm
open source care este scris Intr-un mod didactic, nu avand ca principiu un timp cat mai mic de
rulare. Al doilea motiv pentru care am ales algoritmul C++ optimizat pentru a referint a este
ca doream sa compar arhitecturi diferite si nu este normal a compara o varianta neoptimizata
scrisa pe o arhitectura cu una optimizata scrisa pe cealalta arhitectura.

Pe arhitectura x86 am mai scris si 0 varianta in limbaj de asamblare ce foloseste instruc-
tiuni SIMD SSE3. Aceasta s-a dovedit a mai rapid a ca varianta C++ optimizata, dar nu
am folosit-o ca referinta deoarece nu intentionam sa scriu in limbaj de asamblare variantele
pentru placile gra ce si s-ar ajuns la comparatii nefondate.

Celalalt tip de arhitectura folosit a fost reprezentat de placi gra ce, asa numitele GPU-uri.
Am efectuat experimente cu GPU-uri atat de la AMD-ATI, cat si de la NVIDIA. Varianta scrisa
n BROOK+ pe placa AMD-ATI este foarte lenta deoarece nu este optimizata, documentatia
oferita de AMD-ATI ind mediocr a. De asemenea, BROOK+ nu ofera acces de nivel scazut la
arhitectura GPU, optimizarile ind | asate exclusiv in seama compilatorului. Din aceste motive
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si din cauza inexistentei unui debugger, am renuntat la a mai optimiza varianta BROOK+.

GPU-ul de la NVIDIA este mult mai usor de programat pentru a obtine performanta. Toate
de cientele intalnite la BROOK+ nu exist a la limbajul CUDA folosit pentru GPU-urile NVIDIA.
Am implementat doua variante de optimizare, cea mai buna atingand o crestere a vitezei
de 21.95 ori. Tn cazul compararii timpului de rulare cu cel obtinut de varianta initiala, open
source, obtinem o crestere de performanta si mai mare, de 58.35 ori.

Optimizarile efectuate cu ajutorul GPU-urilor au aratat ca gradul de accelerare poate si
mai mare daca refeaua neuronala are dimensiuni mai mari. Accelerarea de 21.95 ori a fost
limitata de dimensiunea mica a retelei simulate.

Pentru a putea implementa e cient o refea neuronal a cu ajutorul GPU-urilor, este obli-
gatorie cunoasterea si accesul prin software a arhitecturii interne a procesorului grac. In
caz contrar, performantele obtinute sunt comparabile (sau chiar mai slabe) cu cele obtinute
utilizdnd CPU-uri.

Observatia cea mai importanta este ca placile gra ce reprezint a cea mai performanta
solutie de optimizare a algoritmilor retelelor neuronale. Algoritmii implementati pe GPU sunt
de departe mult mai rapizi decat cei implementati pe CPU, o accelerare de peste 20 de ori
permitand antrenarea unor retele mult mai complexe.

7.3 Continu ari posibile

Pentru marirea ratei de recunoastere trebuie imbunatatiti clasi catorii:
1RNC:

— adaugarea in setul de antrenare de exemplare ale cifrei 1 cu linie orizontala in
partea de jos. Tn prezent setul de antrenare nu contine niciun astfel de exemplar
si toate cifrele 1 scrise Tn acest mod sunt recunoscute ca ind 2. Veri carea exis-
tentei a su ciente exemplare din ecare stil de scriere a cifrelor [42] si completarea
setului de antrenare, daca este cazul

— generarea sau colectarea de exemple negative

— reantrenarea clasi catorului
2RNC:
— marirea dimensiunii imaginilor setului de antrenare de la 21 13 pixelila4l 29
pixeli

— ranarea algoritmului de formare automat a a perechilor de cifre partial suprapuse
prin implementarea cazurilor particulare 1X si X 1

— studierea efectului aplicarii deformarilor Thaintea procesului de unire a cifrelor
— generarea sau colectarea de exemple negative
— reantrenarea clasi catorului
Reantrenarea clasi catorilor (sau cel putin a unuia dintre ei) cu exemple negative este

foarte importanta deoarece ar imbunatati drastic acuratetea alegerii clasi catorului corect.
Din analiza manuala a erorilor rezulta ca daca totdeauna s-ar alege clasi catorul potrivit
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imaginii (RN C, pentru cifre, respectiv RN C, pentru perechi de cifre), rata de recunoastere
ar deveni mai buna decat cea mai buna existenta in momentul de fata in domeniu.

Pentru a putea antrena in timp rezonabil (cateva ore, maxim o zi, Si nu saptamani) clasi-
catorul 2RNC cu imagini cu dimensiunea de 41 29 pixeli este necesara nalizarea imple-
mentarii pe GPU a algoritmului de antrenare a retelei neuronale.

Tntrucat exista, desi intr-un numar destul de redus, si imagini care confin mai mult de doua
cifre unite, trebuie dezvoltata o metoda de rezolvare a acestui caz.

Algoritmul de extragere a campurilor din formulare poate Tmbun atatit pentru a diminua
cazurile in care trebuie rezolvate manual. Acest aspect este important numai daca sistemul
de clasi care va trebui in viitor s a extraga imagini de test din alte formulare. Bineinteles,
etapele de extragere a campurilor si cea de recunoastere a informatiilor ar putea concate-
nate si introduse intr-un sistem unitar care sa proceseze automat formulare cu informatii
numerice.

Studierea implementarii clasi catorilor cu SVM (Support Vector Machine) sau alte metode
de clasi care. Sunt importante atat rata de recunostere, cat si gradul de paralelism al algorit-
mului clasi catorului Tn ideea implement arii pe GPU.

O continuare interesanta si foarte utila ar extinderea metodelor de clasi care si la literele
scrise de mana. intrucat literele sunt de aproximativ trei ori mai multe decét cifrele, clasi -
catorul la nivel de litera ar avea de trei ori mai multe iesiri, devenind mai complex. Cel mai
mult va creste gradul de complexitate al clasi catorului la nivel de dou a litere partial supra-
puse (sau scrise legat) deoarece numarul claselor va ajunge la 900. Din fericire, gradul
acesta de complexitate este potrivit cu capacitatea de procesare a placilor gra ce, si pro-
blema recunoasterii literelor si cuvintelor scrise de méana ar reusi sa utilizeze mult mai e cient
resursele care acum sunt doar partial folosite din cauza dimensiunilor prea mici ale problemei
recunoasterii cifrelor si a perechilor de cifre partial suprapuse.

Multe din aspectele prezentate se alfa deja in faza de dezvoltare.



Anexa 1 - Formatul sierelor IDX

Acest format este utilizat pentru a stoca tablouri unidimensionale si multidimensionale. Tipul
elementelor poate ales din cele mai uzuale tipuri numerice. Elementele dintr-un sier trebuie
sa aiba toate acelasi tip.

Fisierul este structurat Tn modul urmator:

cod,

numarul de elemente din dimensiunea 0,
numarul de elemente din dimensiunea 1,
numarul de elemente din dimensiunea 2,

numarul de elemente din dimensiunea N,
date.

Codul este un intreg pe 4 octeti. Primii doi octeti sunt nuli. Al treilea octet codi ¢ a tipul de
date memorate:

0x08: unsigned byte,
0x09: signed byte,
0xO0B: short (2 bytes),
0x0C: int (4 bytes),
0x0D: oat (4 bytes),
OxOE: double (8 bytes).

Al patrulea octet speci ¢ a numarul de dimensiuni ale tabloului.

Datele sunt stocate n forma tablourilor C, cu indicele ultimei dimensiuni schimbandu-se
cel mai des.

Toate numerele Tntregi sunt reprezentate pe patru octeti in format MSB (non Intel).

Pentru detalii se poate consulta [40].



Anexa 2 - Formatul sierelor
MNIST

Este un caz particular al tipului de sier idx descris Th anexa precedent a. Toate numerele
intregi sunt reprezentate Tn format MSB rst (cel mai semni cativ octet este stocat la adresa
cea mai mica). Cele patru siere din MNIST sunt structurate in felul urm ator:

train-images-idx3-ubyte

offset tip valoare descriere
0000 32 bitinteger 0x00000803(2051) tip date
0004 32 hit integer 60000 numar de imagini
0008 32 hit integer 28 numar de randuri
0012 32 bitinteger 28 numar de coloane
0016 unsigned byte ?? valoare pixel
0017 unsigned byte ?? valoare pixel
XXXX unsigned byte ?? valoare pixel

train-labels-idx1-ubyte

offset tip valoare descriere
0000 32 bhitinteger 0x00000801(2049) tip date

0004 32 bit integer 60000 numar de elemente
0008 unsigned byte ?? eticheta
0009 unsigned byte ?? eticheta

XXXX  unsigned byte ?? eticheta



t10k-images-idx3-ubyte

offset tip valoare descriere
0000 32 bitinteger 0x00000803(2051) tip date
0004 32 bit integer 10000 numar de imagini
0008 32 hit integer 28 numar de randuri
0012 32 bitinteger 28 numar de coloane
0016 unsigned byte ?? valoare pixel
0017 unsigned byte ?? valoare pixel
XXXX  unsigned byte ?? valoare pixel

t10k-labels-idx1-ubyte

offset tip valoare descriere
0000 32 bhitinteger 0x00000801(2049) tip date
0004 32 bit integer 10000 numar de elemente
0008 unsigned byte ?? eticheta
0009 unsigned byte ?? eticheta
XXxX  unsigned byte ?? eticheta

Etichetele au valori intre 0 si 9, iar pixelii intre 0 (alb) si 255 (negru).
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